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SOMMAIRE
Avec la mont&eacute;e de la technologie et la facilit&eacute; d ’acc&egrave;s &agrave; Internet, les utilisateurs sont
submerg&eacute;s par un large &eacute;ventail de choix disponibles et une quantit&eacute; consid&eacute;rable d ’in&shy;
formations [6]. Il devient n&eacute;cessaire d ’avoir acc&egrave;s &agrave; des outils et des techniques efficaces
pour filtrer les donn&eacute;es et de les rendre utilisables pour des op&eacute;rations de tous les jours.
&Agrave; cette fin, des syst&egrave;mes de recommandations, qui ont fait l’objet de recherche active et
de d&eacute;veloppement au cours des 15 derni&egrave;res ann&eacute;es, sont maintenant capables de fournir
aux utilisateurs des choix [51] sur ce qu’ils aimeraient lire, acheter, regarder, manger, etc.
La probl&eacute;matique &eacute;tudi&eacute;e dans ce m&eacute;moire est l’utilisation d’informations implicites pour
construire des syst&egrave;mes de recommandations en utilisant une approche par filtrage colla&shy;
boratif. Beaucoup de travaux ont &eacute;t&eacute; faits sur l’utilisation de filtrage collaboratif &agrave; l’aide
d ’informations explicites telles que les cotes [48], [43], [19], [33]. Cependant, les tech&shy;
niques d&eacute;velopp&eacute;es pour les syst&egrave;mes de recommandations comprenant des articles sans
informations explicites restent rudimentaires. Le plus grand d&eacute;fi vis-&agrave;-vis les syst&egrave;mes
de recommandations &agrave; informations implicites est l’absence de r&eacute;troaction de la part de
l’utilisateur si nous n ’utilisons pas un expert comme par exemple, un vendeur. En outre,
comme il est mentionn&eacute; dans [51], lorsque qu’un syst&egrave;me avec cote existe, la proportion
des &eacute;l&eacute;ments &eacute;valu&eacute;s est souvent inf&eacute;rieure &agrave; 1%. Par cons&eacute;quent, m&ecirc;me pour les syst&egrave;mes
de recommandations qui utilisent des informations explicites telles que les cotes, il est
crucial d’avoir une m&eacute;thode qui tire profit des informations implicites.
Les progr&egrave;s dans ce domaine sont timides depuis les derni&egrave;res ann&eacute;es. Il y a eu des
&eacute;tudes sur les recommandations par rapport aux m&eacute;dias sociaux en se basant sur des
utilisateurs et des mots-cl&eacute;s [18], la mod&eacute;lisation probabiliste [30] et la mod&eacute;lisation
s&eacute;mantique bas&eacute;e sur la recommandation de nouvelles [29]. S’il est vrai que ces techniques
utilisent des informations implicites, seuls quelques-uns [40], [23] abordent la question
de recommander des produits d ’un magasin sans l’utilisation d ’informations explicites.
Ces m&eacute;thodes n&eacute;cessitent g&eacute;n&eacute;ralement la disponibilit&eacute; d’un expert afin de prendre la
r&eacute;troaction d ’un client ou le r&eacute;glage de nombreux param&egrave;tres.
Dans notre &eacute;tude, nous avons r&eacute;ussi &agrave; &eacute;laborer un algorithme permettant de soumettre
des recommandations personnelles &agrave; un utilisateur en utilisant seulement des informations
implicites. Notre technique, lorsque compar&eacute;e &agrave; un syst&egrave;me semblable qui utiliserait des
cotes comme informations explicites, g&eacute;n&egrave;re de tr&egrave;s bons r&eacute;sultats. De plus, lorsque la
m&eacute;thode d&eacute;velopp&eacute;e est compar&eacute;e &agrave; d’autres syst&egrave;mes utilisant de l’information implicite,
elle offre des r&eacute;sultats qui sont comparables et parfois sup&eacute;rieurs &agrave; ceux-ci.
M ots-cl&eacute;s : syst&egrave;me de recommandations ; segmentation ; information implicite ; filtrage
collaboratif; division hi&eacute;rarchique.
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INTRODUCTION
Avec la facilit&eacute; d’acc&egrave;s &agrave; Internet, nous sommes de plus en plus expos&eacute;s &agrave; une multitude
d ’informations. Avec tous les blogues, les journaux, les magasins et bien d’autres, cela ap&shy;
porte beaucoup de diversit&eacute;s aux utilisateurs. Toutefois, avec cette multitude de sources
d’informations, la surcharge d ’information peut devenir probl&eacute;matique. Afin de rem&eacute;dier
&agrave; ce probl&egrave;me, divers outils ont &eacute;t&eacute; d&eacute;velopp&eacute; pour filtrer les informations avant de les
transmettre aux utilisateurs. Les syst&egrave;mes de recommandations sont des outils permet&shy;
tant un tel filtrage. Le but principal de ces syst&egrave;mes est de faciliter la prise de d&eacute;cisions
pour les utilisateurs en leur offrant des informations selon leurs pr&eacute;f&eacute;rences. Il existe d&eacute;j&agrave;
des syst&egrave;mes de recommandations pour divers produits tels que des films (Netflix), de la
musique (last.fm)et des livres (Amazon).
Il y a principalement deux grandes cat&eacute;gories de syst&egrave;mes de recommandations. L’une se
fait avec un filtrage bas&eacute; sur le contenu et l’autre se fait avec un filtrage collaboratif [29].
L’approche bas&eacute;e sur le contenu est mise en oeuvre en prenant en compte les caract&eacute;ris&shy;
tiques des produits recommand&eacute;s et en cr&eacute;ant des groupes de produits en utilisant une
mesure de similitude sur leur contenu. Par contenu, on sous-entend une relation entre
un mot et un produit. L’un des principaux inconv&eacute;nients de cette approche est que les
caract&eacute;ristiques sont g&eacute;n&eacute;ralement acquises &agrave; l’aide des informations externes qui ne sont
pas toujours disponibles. Dans un autre ordre d’id&eacute;es, le filtrage collaboratif utilise g&eacute;n&eacute;&shy;
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ralement un voisinage d’utilisateurs similaires et les produits recommand&eacute;s en fonction
de l’historique des autres utilisateurs au sein du m&ecirc;me voisinage. Lorsque les syst&egrave;mes
&eacute;mettent leurs recommandations, ils peuvent le faire globalement ou localement. &laquo;Glo&shy;
balement&raquo; signifie que tous les utilisateurs recevront les m&ecirc;mes recommandations. Alors
que &laquo;localement&raquo; signifie que les &eacute;l&eacute;ments recommand&eacute;s ne seront pas les m&ecirc;mes pour
tous les utilisateurs.
Il y a deux approches dans la litt&eacute;rature lors de l’&eacute;laboration d’un syst&egrave;me de recom&shy;
mandations utilisant le filtrage collaboratif [48]. La premi&egrave;re approche est bas&eacute;e sur la
m&eacute;moire. C’est-&agrave;-dire que le syst&egrave;me va &eacute;mettre ses recommandations en se basant sur
un voisinage contenu en m&eacute;moire. Alors que la seconde approche est plut&ocirc;t bas&eacute;e sur un
mod&egrave;le. Ainsi, il faut d ’abord cr&eacute;er des mod&egrave;les qui ressemblent aux comportements des
utilisateurs et ensuite, utiliser ces mod&egrave;les afin d ’&eacute;mettre les recommandations. En pra&shy;
tique, il a &eacute;t&eacute; d&eacute;montr&eacute; [48] que l’approche par m&eacute;moire offre de meilleures performances
en terme de pr&eacute;cision alors que l’approche par mod&egrave;le est plus efficace &agrave; grande &eacute;chelle
avec de gros ensembles de donn&eacute;es.
Il y a principalement deux types d ’informations qui sont utilis&eacute;es par les syst&egrave;mes de
recommandations, l’information implicite et explicite. L’information explicite se traduit
comme &eacute;tant de l’information fournie par l’utilisateur. Il est possible de fournir cette in&shy;
formation par l’usage de cotes, de listes de souhaits, de commentaires, etc. Contrairement
&agrave; l’information explicite, l’information implicite utilise seulement de l’information pour
laquelle l’utilisateur n ’a pas &eacute;t&eacute; sollicit&eacute;. Par exemple, lorsqu’un utilisateur ach&egrave;te un
produit, cela cr&eacute;e un historique d’achat pour cet utilisateur. Or, il est possible pour des
syst&egrave;mes de recommandations &agrave; informations implicites d’utiliser ces informations afin
de cr&eacute;er diff&eacute;rents profils d’utilisateurs.
L’une des principales difficult&eacute;s avec l’information implicite par rapport &agrave; l’information
explicite est l’absence d’information en retour sur les int&eacute;r&ecirc;ts des utilisateurs. Lorsqu’un
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utilisateur ach&egrave;te un produit, lit un livre ou une nouvelle, on ne sait pas si cet utilisateur
aime ou n’aime pas ce qu’il a consomm&eacute;. Les seules donn&eacute;es bien d&eacute;finies et observables
sont des occurrences de motifs r&eacute;p&eacute;t&eacute;s, par exemple un m&ecirc;me ensemble d’achats pr&eacute;sent
&agrave; des intervalles r&eacute;guliers. En &eacute;tudiant ces motifs, il est possible de d&eacute;finir une structure
comportementale pour un seul ou un groupe d’utilisateurs qui peut ensuite &ecirc;tre utilis&eacute;e
pour cr&eacute;er des recommandations fiables.
Des techniques de segmentation permettent de d&eacute;couvrir des groupes d ’utilisateurs signi&shy;
ficatifs o&ugrave; chaque groupe a une structure comportementale diff&eacute;rente et les utilisateurs
au sein d’un tel groupe ont des go&ucirc;ts et des pr&eacute;f&eacute;rences similaires. La structure compor&shy;
tementale, c’est-&agrave;-dire les pr&eacute;f&eacute;rences face &agrave; certains produits, d’un groupe d’utilisateurs
est utilis&eacute;e pour faire des recommandations aux utilisateurs &agrave; l’int&eacute;rieur de ce groupe.
Cependant, la d&eacute;couverte de ces groupes et des structures comportementales pour ceux-ci
est un tr&egrave;s grand d&eacute;fi, car les donn&eacute;es sont de tr&egrave;s grandes dimensions (il y a un tr&egrave;s grand
nombre de produits qui peuvent &ecirc;tre recommand&eacute;s) et les structures comportementales
sont d&eacute;finies dans des sous-espaces (un groupe d ’utilisateurs pr&eacute;f&egrave;re seulement une petite
partie de l’ensemble total des produits).
La technique que nous proposons utilise une m&eacute;thode de segmentation par division hi&eacute;&shy;
rarchique qui est tr&egrave;s bien adapt&eacute;e pour les grandes dimensions et qui ne demande pas
de param&egrave;tre. Cette technique permet de d&eacute;couvrir les relations entre les utilisateurs en
n ’utilisant que des informations implicites bas&eacute;es sur les historiques d’achats des utilisa&shy;
teurs. La technique utilise la factorisation de matrice afin de d&eacute;couvrir des informations
latentes pour trouver des similitudes entre les utilisateurs. La technique propos&eacute;e est
valid&eacute;e sur un ensemble de donn&eacute;es bien connu &agrave; savoir MovieLens.
Le reste du m&eacute;moire est divis&eacute; comme suit : le chapitre 1 pr&eacute;sente les enjeux suite &agrave;
l’utilisation de donn&eacute;es implicites, les travaux connexes et les techniques pour &eacute;tablir
un syst&egrave;me de recommandations. Dans le chapitre 2, nous pr&eacute;sentons les approches de
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segmentation pour des donn&eacute;es cat&eacute;goriques. Dans le chapitre 3, nous d&eacute;crivons notre
syst&egrave;me de recommandations et expliquons comment nous avons adapt&eacute; notre technique
de segmentation pour les syst&egrave;mes de recommandations. Nous terminons avec une dis&shy;
cussion sur les travaux futurs pour am&eacute;liorer le syst&egrave;me de recommandations.
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CHAPITRE 1
Syst&egrave;me de recommandations
Bien qu’il y ait plusieurs types de syst&egrave;mes de recommandations, lors de l’&eacute;laboration d’un
tel syst&egrave;me, la premi&egrave;re &eacute;tape est de d&eacute;terminer quels types de donn&eacute;es seront utilis&eacute;s.
Un syst&egrave;me &agrave; information explicite va utiliser des donn&eacute;es pour lesquelles les utilisateurs
vont avoir indiqu&eacute; leurs int&eacute;r&ecirc;ts par rapport aux produits. Il y a plusieurs fa&ccedil;ons pour
un utilisateur d ’exprimer ses pr&eacute;f&eacute;rences pour un produit. Il peut le faire en utilisant une
cote, qui est un bar&egrave;me avec une &eacute;chelle pr&eacute;d&eacute;finie et est souvent utilis&eacute;e pour la vente
de produits en ligne. Aussi, sur certains sites Web, il est possible de s’enregistrer afin
de cr&eacute;er un profil et de choisir parmi une liste de pr&eacute;f&eacute;rences, celles qui se rapprochent
davantage &agrave; nos pr&eacute;f&eacute;rences personnelles. Dans certains cas, en plus de cr&eacute;er un profil, il
est possible de cr&eacute;er une liste de souhaits. Cette liste a pour but d’indiquer des produits
qui int&eacute;ressent l’utilisateur, mais qu’il n ’a pas encore achet&eacute;s.
Dans un autre ordre d’id&eacute;e, un syst&egrave;me &agrave; informations implicites va utiliser diverses
sources d ’informations sans avoir &agrave; demander quoi que ce soit &agrave; l’utilisateur. Un exemple
d’information implicite tr&egrave;s populaire est l’historique des transactions. D’autres infor&shy;
mations comme le temps pass&eacute; par un utilisateur sur la page descriptive d ’un produit,
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l’historique des produits visit&eacute;s et le temps pass&eacute; sur certaines pages peuvent toutes &ecirc;tre
utilis&eacute;es afin de rendre le syst&egrave;me plus performant.
1.1
Types d ’approches
Il y a plusieurs types d ’approches pour mettre en place un syst&egrave;me de recommanda&shy;
tions. Les approches pr&eacute;sent&eacute;es dans cette section s’appliquent aussi bien aux syst&egrave;mes
de recommandations utilisant de l’information explicite qu’implicite. Formellement, un
syst&egrave;mes de recommandations est un outil de filtrage de donn&eacute;es o&ugrave; il y a un ensemble
d’utilisateurs U, un ensemble de produits P et un fonction utilitaire h qui d&eacute;note l’int&eacute;r&ecirc;t
d ’un utilisateur pour un produit. Ainsi, il est possible de voir les syst&egrave;mes de recomman&shy;
dations comme &eacute;tant une fonction &agrave; maximiser (eq. 1.1)[1].
Vu € U, i'u = argm ax/i(u, &iuml;)
i€l
(1.1)
I repr&eacute;sente un ensemble de produits pour U et la fonction utilitaire h est particuli&egrave;re au
type d ’approche qui est utilis&eacute;e. Aussi, cette fonction varie selon le type d ’information
utilis&eacute;, soit implicite et explicite.
1.1.1
Filtrage collaboratif
Le filtrage collaboratif est une technique qui utilise la collaboration d’&eacute;l&eacute;ments (comme
des utilisateurs) afin d’effectuer une t&acirc;che, comme par exemple &eacute;mettre une recommanda&shy;
tion. Le fonctionnement du filtrage collaboratif va comme suit. Tout d ’abord, le syst&egrave;me
recueille des informations (comme des cotes ou un historique d ’achats) &agrave; propos des utili&shy;
sateurs afin d ’obtenir leurs pr&eacute;f&eacute;rences. Ensuite, le syst&egrave;me va comparer les informations
recueillies avec celles des autres utilisateurs et va trouver ceux qui sont les plus simi&shy;
laires. Lorsque les utilisateurs similaires sont trouv&eacute;s, le syst&egrave;me va recommander des
produits (que les utilisateurs similaires ont bien cot&eacute;s, mais que l’utilisateur cibl&eacute; n ’a
pas achet&eacute;) &agrave; l’utilisateur. L’hypoth&egrave;se principale derri&egrave;re le filtrage collaboratif est que
si un utilisateur appr&eacute;cie un produit, alors les utilisateurs ayant des go&ucirc;ts similaires &agrave;
cet utilisateur appr&eacute;cieront aussi ce produit. Par exemple, si un utilisateur A partage les
m&ecirc;mes pr&eacute;f&eacute;rences que l’utilisateur B et que A ach&egrave;te un livre sur Amazon et lui donne
une bonne cote, alors ce livre sera recommand&eacute; &agrave; B.
Le filtrage collaboratif peut se faire autant en gardant toutes les informations relatives
aux usagers similaires en m&eacute;moire, ou encore en cr&eacute;ant un mod&egrave;le de pr&eacute;f&eacute;rences &agrave; partir
de ces informations. Avec un syst&egrave;me o&ugrave; les informations sont gard&eacute;es en m&eacute;moire, les
deux mesures de similarit&eacute; les plus populaires sont la mesure du cosinus (eq. 1.2) (utilis&eacute;e
ici avec deux vecteurs d’achats, x et y) et la corr&eacute;lation de Pearson (eq. 1.3) (o&ugrave; les
vecteur x et y repr&eacute;sentent les cotes attribu&eacute;es aux produits par les utilisateurs X et
Y, et x et &yuml; repr&eacute;sentent les moyennes de leurs cotes) [20]. La corr&eacute;lation de Pearson
est utile lorsque le syst&egrave;me de recommandations utilise de l’information explicite alors
que la mesure du cosinus est utilis&eacute;e lorsqu’il y a de l’information implicite comme un
historique d ’achats. Lorsque le filtrage collaboratif est utilis&eacute; dans le but de cr&eacute;er un
mod&egrave;le, d ’autres techniques comme la segmentation sont utilis&eacute;es afin de d&eacute;couvrir les
informations latentes qui pourraient expliquer l’achat d ’un produit ou le r&eacute;sultat d ’une
cote.
(L 2)
Corr&eacute;lation de Pearsonlx, y) =
7
l\ X' . X^ '^ \—7\
n * stdev(x) * stdev(y)
(1.3)
L’une des m&eacute;thodes les plus populaires de filtrage collaboratif est l’algorithme des k plus
proche voisin (kNN). kNN est un algorithme de classification o&ugrave; k est un param&egrave;tre qui
sp&eacute;cifie le nombre de voisins utilis&eacute;s. Pour utiliser kNN, le syst&egrave;me doit avoir une mesure
de similitude pour faire la distinction entre des utilisateurs qui sont pr&egrave;s et ceux qui
sont &eacute;loign&eacute;s. Selon la probl&eacute;matique &eacute;tudi&eacute;e, cette mesure de similitude peut &ecirc;tre issue
de la distance euclidienne, la mesure du cosinus, la corr&eacute;lation de Pearson, etc. Ensuite,
lorsque le syst&egrave;me est interrog&eacute; sur une nouvelle information, par exemple une recherche
de produits qui pourraient plaire &agrave; un individu, il va aller trouver les k utilisateurs qui
se trouvent le plus pr&egrave;s de l’utilisateur cible. Finalement, un vote majoritaire se fait
pour d&eacute;cider quel produit sera recommand&eacute;. Par exemple, dans le cas d ’un syst&egrave;me &agrave;
information explicite, le syst&egrave;me pourrait recommander le produit ayant la meilleure
cote. Alors que pour l’information implicite, le syst&egrave;me pourrait recommander le produit
le plus populaire au sein du voisinage.
Desrosier et al. [12] a fait une &eacute;tude d&eacute;taill&eacute;e des m&eacute;thodes qui utilisent des voisinages
pour faire des recommandations autant pour la pr&eacute;diction de cotes que pour la pr&eacute;diction
de produits. Gantner et al.[15] a mis en oeuvre un syst&egrave;me pour faire les recommandations
en utilisant kNN o&ugrave; le regroupement des donn&eacute;es peut se faire autant en se basant sur
les similitudes entres les utilisateurs qu’en se basant sur les similitudes entre les produits.
Dans le but d ’estimer des similitudes entre les utilisateurs ou entre les articles, ils utilisent
la mesure de cosinus. L’un des probl&egrave;mes &agrave; l’utilisation de kNN est que le voisinage
propos&eacute; est bas&eacute; sur un nombre fixe de voisins. Ainsi, si le nombre de voisins r&eacute;ellement
similaires &agrave; un utilisateur est inf&eacute;rieur &agrave; k, ce dernier se verra offrir des recommandations
qui pourraient ne pas correspondre &agrave; ses pr&eacute;f&eacute;rences.
Dans [40], les auteurs cr&eacute;ent un syst&egrave;me de recommandations bas&eacute; sur le filtrage collabo&shy;
ratif. Ils utilisent des informations implicites en provenance d ’un magasin qui vend des
produits de r&eacute;novation domiciliaire. Ils commencent par regrouper des articles dans des
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cat&eacute;gories telles que &laquo; tuyau &raquo;. Par la suite, pour chaque type de tuyaux, le produit est
trait&eacute; comme un tuyau g&eacute;n&eacute;rique. Le syst&egrave;me de recommandations d&eacute;velopp&eacute; est des&shy;
tin&eacute; &agrave; &ecirc;tre utilis&eacute; par un expert (dans ce cas, un vendeur) afin de sugg&eacute;rer les produits
appropri&eacute;s bas&eacute;s sur la cat&eacute;gorie prescrite par le syst&egrave;me. Parce que ce syst&egrave;me de recom&shy;
mandations est destin&eacute; &agrave; &ecirc;tre utilis&eacute; par un expert et sugg&egrave;re qu’une seule cat&eacute;gorie, on
ne peut pas appliquer ce syst&egrave;me directement &agrave; un domaine d’historique d’achats o&ugrave; il
est important de recommander &agrave; un utilisateur un produit sp&eacute;cifique sans avoir &agrave; utiliser
un expert.
1.1.2
R&eacute;seau de confiance
Les r&eacute;seaux de confiances utilisent des principes similaires au filtrage collaboratif, mais
poussent plus loin la similarit&eacute; entre les utilisateurs. Les recherches sur les r&eacute;seaux de
confiances sont motiv&eacute;es par l’hypoth&egrave;se qu’il existe d ’autres facteurs, que les mesures
de similarit&eacute; traditionnelles utilis&eacute;es dans le filtrage collaboratif, qui peuvent pousser un
utilisateur &agrave; acheter un produit [36]. Cette hypoth&egrave;se se base sur l’id&eacute;e que dans la vie
de tous les jours, les gens demandent parfois conseils &agrave; des personnes r&eacute;put&eacute;es, discutent
d ’un produit avec leurs amis, etc. Contrairement au filtrage collaboratif o&ugrave; la similarit&eacute;
se fait par rapport aux profils des individus, l’int&eacute;r&ecirc;t principal des r&eacute;seaux de confiance
est la relation de confiance qui relie les utilisateurs entre eux.
Le principal avantage d’ajouter un r&eacute;seau de confiance &agrave; un syst&egrave;me utilisant le filtrage
collaboratif est que celui-ci permet d ’assouplir le probl&egrave;me du d&eacute;marrage &agrave; froid. Avec le
r&eacute;seau de confiance, m&ecirc;me si l’utilisateur est nouveau dans le syst&egrave;me, il pourra quand
m&ecirc;me recevoir des recommandations s’il est reli&eacute; &agrave; d’autre individu. &Eacute;videmment, cela
n&eacute;cessite que l’individu connaisse d ’autres utilisateurs qui font partie de ce syst&egrave;me. Aussi,
lorsqu’un produit n’est pas trouv&eacute; dans le r&eacute;seau imm&eacute;diat de l’utilisateur, la recherche
peut aller de l’avant avec un second degr&eacute; de confiance et ainsi de suite. Toutefois, m&ecirc;me
si cela offre une tr&egrave;s grande couverture, plus la recherche s’&eacute;loigne de la source, plus la
pr&eacute;cision diminue.
Comme il est difficile de quantifier la confiance, certains chercheurs [34] ont tent&eacute; de
formaliser la confiance entre diff&eacute;rents individus. Il y a deux principales cat&eacute;gories de
confiance : la confiance interpersonnelle propre &agrave; un contexte et la confiance imperson&shy;
nelle. La premi&egrave;re indique une confiance o&ugrave; un utilisateur fait confiance &agrave; son entourage
seulement pour un contexte bien pr&eacute;cis et peut faire confiance &agrave; un tout autre groupe
pour un diff&eacute;rent contexte. Par exemple, un utilisateur pourrait faire confiance &agrave; son en&shy;
tourage pour aller voir un film, mais pourrait aussi faire confiance &agrave; un agent d ’immeuble
pour faire l’achat d’une maison. La seconde indique une confiance syst&eacute;matique qui d&eacute;crit
la confiance d’un utilisateur comme &eacute;tant un tout &agrave; l’int&eacute;rieur d ’un m&ecirc;me groupe. Par
exemple, deux individus se font confiance car ils font partie du m&ecirc;me groupe.
Jamali et al.[25] propose un syst&egrave;me qui, en plus d’utiliser un filtrage collaboratif avec
de l’information explicite, utilise un r&eacute;seau de confiance. Le syst&egrave;me propos&eacute; permet de
recommander des produits &agrave; un utilisateur en se basant sur les cotes de son r&eacute;seau de
confiance. Afin d’&eacute;valuer un produit, le syst&egrave;me commence par faire une marche al&eacute;atoire
dans le r&eacute;seau de confiance de l’utilisateur. Si le produit est trouv&eacute;, la marche al&eacute;atoire se
termine et la cote est attribu&eacute;e comme &eacute;tant une estimation de la cote r&eacute;elle au produit.
Sinon, selon une probabilit&eacute; qui varie en fonction de la profondeur, la marche continue.
Comme la pr&eacute;cision diminue plus que la recherche s’&eacute;loigne de la source, les chercheurs
ont fix&eacute; la profondeur &agrave; 6. Ce chiffre vient de l’&eacute;tude &laquo;The small world experiment&raquo; qui
explique que partout &agrave; travers le monde, les gens sont s&eacute;par&eacute;s seulement par 6 personnes.
Lorsque la marche s’arr&ecirc;te, c’est-&agrave;-dire qu’il n ’y avait pas d ’individu qui avait cot&eacute; ce
produit ou que la probabilit&eacute; d’arr&ecirc;t a &eacute;t&eacute; atteinte, le syst&egrave;me prend la cote d ’un produit
similaire en calculant la corr&eacute;lation de Pearson.
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O’Donovan et al. [36] propose un syst&egrave;me qui utilise un r&eacute;seau au filtrage collaboratif.
L’id&eacute;e principale est lorsqu’un utilisateur veut un produit, il peut demander conseil &agrave; son
entourage. Toutefois, pour un produit diff&eacute;rent l’utilisateur va peut-&ecirc;tre demander &agrave; un
entourage diff&eacute;rent. Ou encore, il se peut que les personnes &agrave; qui il demande conseil pour
un produit n ’aient pas de pr&eacute;f&eacute;rence similaire pour un tout autre produit, par exemple
de la musique et des films. Afin de d&eacute;terminer l’entourage d ’un utilisateur, le syst&egrave;me
v&eacute;rifie si la cote pr&eacute;dite par chacun des membres de son entourage pour un produit est
semblable &agrave; la cote fournie par l’utilisateur. Ensuite, il d&eacute;termine le degr&eacute; de fiabilit&eacute; des
membres de l’entourage selon le nombre de recommandations bien pr&eacute;dites par rapport
au nombre total de recommandations.
1.1.3
R&egrave;gles d’association
Les r&egrave;gles d’association sont g&eacute;n&eacute;ralement utilis&eacute;es afin de d&eacute;couvrir des motifs qui se
r&eacute;p&egrave;tent dans des ensembles de donn&eacute;es qui peuvent &ecirc;tre de tr&egrave;s grandes dimensions.
Tout comme les r&eacute;seaux de confiance, les r&egrave;gles d ’association sont souvent jumel&eacute;es avec
une approche par filtrage collaboratif afin de rendre ce dernier encore plus pr&eacute;cis. De
mani&egrave;re g&eacute;n&eacute;rale, les r&egrave;gles d’association suivent un mod&egrave;le probabiliste de cause &agrave; effet.
C ’est-&agrave;-dire que le syst&egrave;me analyse une multitude d ’&eacute;v&eacute;nements et par la suite, regroupe
les instances qui pr&eacute;c&egrave;dent un fait. Par exemple, si dans un super march&eacute; la plupart des
gens ach&egrave;tent dans une m&ecirc;me visite des couches, de la pur&eacute;e pour b&eacute;b&eacute; et lors d ’un futur
achat du lait en poudre, alors le syst&egrave;me pourrait cr&eacute;er une r&egrave;gle qui indiquerait que s’il
y a des couches et de la pur&eacute;e dans un m&ecirc;me panier, il est fort probable que l’utilisateur
ach&egrave;tera du lait en poudre.
Les syst&egrave;mes de recommandations bas&eacute;s sur les r&egrave;gles d’association utilisent g&eacute;n&eacute;ralement
un historique de transactions afin d ’extraire les r&egrave;gles qui permettront aux syst&egrave;mes de
faire les associations [32], Cependant, ces m&eacute;thodes conduisent souvent &agrave; un tr&egrave;s grand
nombre de r&egrave;gles, ce qui rend les connaissances obtenues &agrave; partir de ces r&egrave;gles inefficaces
[31]. Qui plus est, les m&eacute;thodes de r&egrave;gles d ’association exigent des param&egrave;tres explicites
tels que le nombre de r&egrave;gles et le niveau de confiance associ&eacute; &agrave; ces r&egrave;gles [32],
Dans des travaux ant&eacute;rieurs [28], un syst&egrave;me de recommandations a &eacute;t&eacute; cr&eacute;&eacute; en se ba&shy;
sant sur des r&egrave;gles d’association, qui sont produites gr&acirc;ce &agrave; l’utilisation d ’un mod&egrave;le qui
effectue un contr&ocirc;le sur la qualit&eacute; de celles-ci d&egrave;s la cr&eacute;ation. &Agrave; la base, il y a deux types
d ’association : les associations entre les produits et les associations entre les utilisateurs.
Par exemple,une association entre les produits peut &ecirc;tre que les utilisateurs qui aiment le
produit A et le produit B aiment aussi le produit C. Pour ce qui est de l’association entre
les utilisateurs, ceci pourrait &ecirc;tre que les articles qui sont aim&eacute;s par l’utilisateur A et
l’utilisateur B sont aussi aim&eacute;s par l’utilisateur C. Cette pratique permet de trouver des
inf&eacute;rences entre les r&egrave;gles et le fait d ’analyser le chevauchement entre les utilisateurs per&shy;
met d ’&eacute;mettre des recommandations aux utilisateurs qui n’ont pas beaucoup de similarit&eacute;
directement entre eux.
Bien que l’utilisation d’un mod&egrave;le pour cr&eacute;er des r&egrave;gles d ’association augmente la qualit&eacute;
des r&egrave;gles d’association, le probl&egrave;me n ’en demeure pas moins que le nombre de r&egrave;gles
produites reste &eacute;lev&eacute;. Par cons&eacute;quent, le bruit caus&eacute; par un tr&egrave;s grand nombre de r&egrave;gles
r&eacute;duit la confiance attribu&eacute;e aux recommandations de fa&ccedil;on significative [31].
1.1.4
Mod&egrave;le latent
Contrairement aux approches qui utilisent un r&eacute;seau de confiance ou un filtrage colla&shy;
boratif, les syst&egrave;mes de recommandations qui utilisent des mod&egrave;les latents ne vont pas
garder les informations des utilisateurs en m&eacute;moire lors de la recommandation. Ils vont
plut&ocirc;t utiliser ces informations afin de cr&eacute;er des mod&egrave;les en utilisant des techniques de
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forage de donn&eacute;es. Afin de cr&eacute;er un mod&egrave;le, le syst&egrave;me commence par entra&icirc;ner son mo&shy;
d&egrave;le avec des param&egrave;tres al&eacute;atoires et ensuite, raffine les param&egrave;tres avec une ou plusieurs
fonctions de co&ucirc;t. Contrairement &agrave; l’approche en m&eacute;moire, l’approche des mod&egrave;les la&shy;
tents ne va pas n&eacute;cessairement tenter de trouver des liens directs entre les utilisateurs et
les produits. Ils vont plut&ocirc;t tenter de d&eacute;couvrir des liens latents qui vont motiver l’achat
d’un produit par l’utilisateur. Suivant cette id&eacute;e, il est alors possible de capturer des faits
qui pourraient motiver certains utilisateurs &agrave; pr&eacute;f&eacute;rer certains produits sans que cela
soit &eacute;vident pour un syst&egrave;me traditionnel. Toutefois, il est difficile avec cette approche
d ’expliquer le raisonnement derri&egrave;re une recommandation, car les lignes directrices n ’ont
pas d’&eacute;tiquettes proprement identifi&eacute;es. C’est-&agrave;-dire qu’un facteur latent peut &ecirc;tre une
mixture de diff&eacute;rents facteurs r&eacute;guliers.
L’&eacute;laboration d’un mod&egrave;le latent dans le domaine des syst&egrave;mes de recommandations em&shy;
ploie souvent la technique de factorisation de matrice. Cette technique permet d ’associer
les utilisateurs et les produits dans un nouvel espace o&ugrave; les liens entre les utilisateurs
et les produits peuvent &ecirc;tre d&eacute;finis par l’utilisation du produit scalaire. La matrice de
l’espace initiale est g&eacute;n&eacute;ralement form&eacute;e d ’utilisateurs pour les lignes et de produits pour
les colonnes. Ainsi, pour calculer une cote estim&eacute;e pour un produit, il faut prendre le
vecteur de l’utilisateur et celui du produit dans l’espace latent et ensuite, calculer le pro&shy;
duit scalaire entre ces deux vecteurs. Toutefois, comme les ensembles de donn&eacute;es pour les
syst&egrave;mes de recommandations sont souvent dispers&eacute;s, il est important de faire attention
pour ne pas ajouter trop de bruit dans le nouvel espace [27].
Un autre outil qui est tr&egrave;s populaire lors de l’&eacute;laboration de mod&egrave;le latent est le pro&shy;
cessus d&eacute;cisionnel de Maxkov. L’id&eacute;e g&eacute;n&eacute;rale du processus d&eacute;cisionnel de Marcov est la
suivante : le syst&egrave;me d&eacute;marre &agrave; l’int&eacute;rieur d ’un graphe &agrave; un &eacute;tat initial so et peut choisir
n ’importe quelle transition selon une probabilit&eacute; P possible &agrave; partir de s0. Shani et al. [47]
red&eacute;finit la probl&eacute;matique des syst&egrave;mes de recommandations comme &eacute;tant un probl&egrave;me
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d’optimisation de s&eacute;quen&ccedil;age de processus plut&ocirc;t qu’un syst&egrave;me de pr&eacute;diction standard.
Afin de r&eacute;soudre cette nouvelle d&eacute;finition, ils utilisent les cha&icirc;nes de Markov. Ils d&eacute;fi&shy;
nissent les &eacute;tats comme &eacute;tant les historiques d’achats des utilisateurs et limitent l’ordre
des cha&icirc;nes &agrave; k comme &eacute;tant un chiffre entre 1 et 5 afin de ne pas avoir un espace d ’&eacute;tats
trop grand. Pour ce qui est des transitions, ils mod&egrave;lisent la probabilit&eacute; qu’un utilisateur
ach&egrave;te un produit x' s’il a achet&eacute; x i ,x 2, ...,Xk au pr&eacute;alable. Toutefois, la faiblesse de ce
mod&egrave;le rel&egrave;ve du fait que l’historique observ&eacute; de l’utilisate&uuml;r est tr&egrave;s court.
Dans [23], les auteurs cr&eacute;ent un syst&egrave;me de recommandations bas&eacute; sur un mod&egrave;le latent
pour r&eacute;soudre le probl&egrave;me de l’utilisation d ’informations implicites. Ils appliquent leur
m&eacute;thode &agrave; un domaine de t&eacute;l&eacute;vision o&ugrave; ils recommandent des cha&icirc;nes. Dans leur m&eacute;thode,
ils d&eacute;terminent le nombre de fois qu’une &eacute;mission de t&eacute;l&eacute;vision sp&eacute;cifique est regard&eacute;e par
un utilisateur. Puis, en utilisant ce nombre comme une partition avec un poids, ils cr&eacute;ent
une matrice de pr&eacute;f&eacute;rences. M&ecirc;me si leur m&eacute;thode pr&eacute;sente de bons r&eacute;sultats, plusieurs
param&egrave;tres doivent &ecirc;tre estim&eacute;s et trouver les valeurs optimales peut prendre beaucoup
de temps. De plus, dans le domaine des historiques d’achat g&eacute;n&eacute;ral, un utilisateur va
g&eacute;n&eacute;ralement acheter un produit qu’une seule fois.
1.2
Validation
La validation des syst&egrave;mes de recommandations propose diff&eacute;rents d&eacute;fis [20]. Lorsque les
chercheurs d&eacute;veloppent un algorithme, ils utilisent souvent un ensemble de donn&eacute;es bien
pr&eacute;cis. Par exemple, un syst&egrave;me qui recommanderait des livres selon le r&eacute;sum&eacute; de celui-ci
ne pourrait pas &ecirc;tre valid&eacute; de la m&ecirc;me fa&ccedil;on qu’un syst&egrave;me qui recommande des films se&shy;
lon les cotes fournies par les utilisateurs. Aussi, le but d ’un syst&egrave;me de recommandations
n’est pas le m&ecirc;me pour tout le monde. Certains veulent offrir une exp&eacute;rience nouvelle
&agrave; leurs utilisateurs [37] alors que d ’autres [47] veulent maximiser la marge de profit en
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recommandant des produits dont il est possible d ’acheter plusieurs accessoires compl&eacute;&shy;
mentaires. M&ecirc;me s’il devenait possible de valider un syst&egrave;me en retirant toutes traces
d ’erreur, il a &eacute;t&eacute; d&eacute;montr&eacute; [20] que les utilisateurs ne donnent pas les m&ecirc;mes cotes selon
la p&eacute;riode &agrave; laquelle ils sont sollicit&eacute;s. Ainsi, diff&eacute;rentes techniques permettent d ’&eacute;valuer
les diff&eacute;rents syst&egrave;mes de recommandations selon leurs sp&eacute;cifications particuli&egrave;res.
Dans un monde id&eacute;al, il serait possible de demander aux utilisateurs si les produits
propos&eacute;s sont satisfaisants. Toutefois, comme cela demande beaucoup de temps et de
ressources, l’utilisation de validation th&eacute;orique est pr&eacute;f&eacute;rable. &Agrave; cette fin, diff&eacute;rents en&shy;
sembles de donn&eacute;es sont disponibles afin de valider les syst&egrave;mes de recommandations
selon diff&eacute;rentes caract&eacute;ristiques. Par exemple, MovieLens [19] offre des ensembles de
donn&eacute;es o&ugrave; un tr&egrave;s grand nombre d ’utilisateurs ont &eacute;mis des cotes en fonction de leurs
pr&eacute;f&eacute;rences pour des films. Jester [16] est un ensemble de donn&eacute;es qui contient plusieurs
cotes pour des blagues o&ugrave; les d&eacute;fis sont au sujet de la compr&eacute;hension s&eacute;mantique. Epinion
[35] est un ensemble de donn&eacute;es qui lui, en plus de contenir un ensemble d ’utilisateurs
et des cotes pour diff&eacute;rents produits, contient de l’information en ce qui concerne les
relations de confiance entre les utilisateurs.
Une autre possibilit&eacute; pour valider le syst&egrave;me de recommandations est l’utilisation d’un
ensemble de donn&eacute;es synth&eacute;tiques [20]. L’avantage d ’un tel ensemble de donn&eacute;es est la
possibilit&eacute; de simuler des sc&eacute;narios probables et de soumettre le syst&egrave;me &agrave; d ’autres types
de tests. Par exemple, avec un ensemble de donn&eacute;es synth&eacute;tiques, il est possible de tes&shy;
ter comment le syst&egrave;me se comporte lorsqu’il y a beaucoup de nouveaux utilisateurs,
lorsqu’un utilisateur a des pr&eacute;f&eacute;rences particuli&egrave;res ou encore, lorsque le nombre d ’utili&shy;
sateurs devient tr&egrave;s grand. Toutefois, il faut faire attention aux r&eacute;sultats des tests, car les
donn&eacute;es simul&eacute;es ne refl&egrave;tent pas toujours la r&eacute;alit&eacute;. Ainsi, bien que cela soit peut &ecirc;tre
pratique pour tester rapidement un nouvel algorithme, il est quand m&ecirc;me important de
valider le syst&egrave;me avec un ensemble de donn&eacute;es r&eacute;elles.
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1.2.1
La racine de l’erreur quadratique moyenne
La racine de l’erreur quadratique moyenne &laquo;Root Mean Square Error&raquo; est une mesure
qui permet de calculer la diff&eacute;rence entre une cote r&eacute;elle (r) et une cote pr&eacute;dite (f) pour
un ensemble de recommandations n. Cette mesure est utilis&eacute;e surtout pour les syst&egrave;mes
qui utilisent des cotes comme information explicite. D’autres variantes de cette mesure
sont la moyenne d’erreur absolue et la moyenne normalis&eacute;e d’erreur absolue.
RootM eanSquareError =
(1.4)
Selon l’objectif du syst&egrave;me, il peut devenir int&eacute;ressant de regarder seulement l’erreur
quadratique moyenne, car cette mesure met beaucoup l’emphase sur l’&eacute;cart entre la cote
pr&eacute;dite et la cote r&eacute;elle. Ainsi, dans un environnement o&ugrave; on s’int&eacute;resse surtout &agrave; la
diff&eacute;rence entre les cotes, cette mesure est essentielle [20]. Toutefois, pour un syst&egrave;me o&ugrave;
l’&eacute;cart n ’a que tr&egrave;s peu d ’importance, par exemple un syst&egrave;me binaire, d’autres mesures
seraient plus ad&eacute;quates. Dans ce m&ecirc;me ordre d’id&eacute;e, il est int&eacute;ressant d’utiliser la moyenne
normalis&eacute;e d ’erreur absolue lorsqu’il est n&eacute;cessaire de comparer les r&eacute;sultats obtenus d ’un
syst&egrave;me avec des syst&egrave;mes o&ugrave; les cotes ne suivent pas la m&ecirc;me &eacute;chelle de gradation.
1.2.2
Pr&eacute;cision, rappel et mesure-f
La pr&eacute;cision et le rappel sont les deux mesures les plus populaires pour &eacute;valuer un syst&egrave;me
de recherche d ’informations [20]. Afin d ’utiliser ces mesures, il faut d&eacute;finir ce qu’est
de l’information pertinente, qui sont de bonnes recommandations dans le domaine des
syst&egrave;mes de recommandations, et de l’information non pertinente, qui sont de mauvaises
recommandations.
La pr&eacute;cision est d&eacute;finie comme &eacute;tant le nombre de bonnes recommandations par rapport
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aux nombres totaux de recommandations soumises &agrave; l’utilisateur.
Nb. de bonnes recommandations
—
—
Nb. total de recommandations
-
Pr&eacute;cision =
.
.
(1.5)
Le rappel est d&eacute;finie comme &eacute;tant le nombre de bonnes recommandations par rapport
aux nombre total de bons produits parmi l’ensemble de donn&eacute;es.
n
;
Nb. de bonnes recommandations
Rappel =
Nb. total de bons produits
n ^
^‘ ’
Bien que ces mesures soient tr&egrave;s populaires, lorsqu’elles sont utilis&eacute;es directement, leurs
r&eacute;sultats peuvent &ecirc;tre biais&eacute;s par le nombre d’&eacute;l&eacute;ments utilis&eacute;. C’est pourquoi une autre
mesure, qui est la moyenne harmonique des deux derni&egrave;res, est plus utile. Cette nouvelle
mesure, appel&eacute;e la F-Mesure [20], fait un &eacute;quilibre entre la pr&eacute;cision et le rappel. Par
exemple, un syst&egrave;me pourrait tr&egrave;s bien recommander un tr&egrave;s petit nombre de produits
et ainsi obtenir une pr&eacute;cision tr&egrave;s haute. Dans ce m&ecirc;me ordre d’id&eacute;e, un syst&egrave;me n ’aurait
qu’&agrave; recommander l’ensemble des produits pour obtenir un rappel parfait. Or, en utilisant
la F-Mesure, le syst&egrave;me doit faire un compromis entre la pr&eacute;cision de ses recommandations
et le nombre de produits couvert.
2 * Pr&eacute;cision * Rappel
F - mesure = — ---- —------- -—f-&pound;7Pr&eacute;cision + Rappel
_
(1.7)
Bien qu’en th&eacute;orie la mesure du rappel semble bien fonctionner, ce n ’est pas le cas en
pratique. Afin de mettre efficacement cette mesure en pratique, il faudrait demander &agrave;
une grande partie des utilisateurs d ’utiliser/d’acheter/de visionner tous les produits afin
de d&eacute;terminer quels sont les bons produits. Toutefois, il est possible d ’estimer le nombre
de bons produits en prenant ceux pour lesquels il y a une majorit&eacute; de cotes et ensuite
faire la moyenne, mais cela est biais&eacute; envers les produits populaires. Herlocker et al.[20]
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propose de faire la recommandation des N meilleurs produits pour lesquels une cote
existe. Pour ce faire, ils utilisent une partie des produits cot&eacute;s par l’utilisateur pour en&shy;
tra&icirc;ner un mod&egrave;le et ensuite, utilisent la partie restante pour cr&eacute;er les recommandations.
En faisant cela, ils assument que la distribution des bons et moins bons produits pour
un utilisateur est semblable &agrave; la distribution globale des produits. Toutefois, cela limite
les recommandations lorsqu’un utilisateur a un petit historique d’achats.
1.2.3
Courbe ROC
La courbe ROC est un outil de mesure permettant de mesurer la diff&eacute;rence entre la
pr&eacute;diction d ’une donn&eacute;e pertinente et de bruits. Tout comme la pr&eacute;cision et le rappel,
cette mesure n&eacute;cessite qu’une distinction se fasse entre une bonne recommandation et
une mauvaise recommandation. Le r&eacute;sultat de cette mesure fournit un graphique tel
qu’illustr&eacute; par la figure 1.1 sur laquelle il est possible de voir la performance du syst&egrave;me.
Dans ce graphique, l’axe des y repr&eacute;sente le pourcentage de bonnes recommandations et
l’axe des x repr&eacute;sente le pourcentage de mauvaises recommandations.
Ainsi, en regardant la courbe, il est possible de voir si le syst&egrave;me est performant. Sachant
qu’un syst&egrave;me al&eacute;atoire obtiendrait une diagonale, appel&eacute; ligne de non-discrimination, il
est important pour le syst&egrave;me d ’&ecirc;tre au dessus de celle-ci. Afin de comparer le r&eacute;sultat
pour diff&eacute;rents syst&egrave;mes, au lieu d’utiliser directement les courbes et de les comparer, il
est plus simple d ’utiliser l’aire sous la courbe comme mesure de performance, car celle-ci
est ind&eacute;pendante quant au nombre de recommandations effectu&eacute;es.
En plus d’&ecirc;tre une bonne mesure de validation, la courbe ROC permet de visualiser les
forces et faiblesses du syst&egrave;me [20]. En tra&ccedil;ant la courbe, il devient plus facile de voir
le compromis &agrave; faire entre la pr&eacute;cision et la couverture voulue. Pour ce faire, il s’agit de
regarder le point o&ugrave; le nombre de recommandations propos&eacute;es affecte significativement
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Figure 1.1 - Courbe ROC
le pourcentage de mauvaises recommandations.
1.3
D&eacute;fis g&eacute;n&eacute;raux
Lors de la mise en place d ’un syst&egrave;me de recommandations, qu’il utilise de l’information
implicite ou explicite, celui-ci doit faire face &agrave; certains probl&egrave;mes pratiques s’il veut
demeurer efficace dans son utilisation de tous les jours.
1.3.1 D&eacute;marrage &agrave; froid
Lorsque le syst&egrave;me de recommandations rencontre un nouvel &eacute;l&eacute;ment, que ce soit un
produit ou un utilisateur, il doit le g&eacute;rer comme &eacute;tant un cas sp&eacute;cial. Tel que mentionn&eacute;
dans [20], le probl&egrave;me du d&eacute;marrage &agrave; froid survient lorsqu’il n’y a pas assez d ’informa19
tion pour &ecirc;tre en mesure d’&eacute;mettre des recommandations. Par exemple, lorsqu’un nouvel
utilisateur s’ajoute au syst&egrave;me, il n’a pas encore d’historique. &Eacute;videmment, il est impen&shy;
sable d ’offrir des recommandations personnalis&eacute;es &agrave; un utilisateur qui n ’est pas, ou tr&egrave;s
peu, connu du syst&egrave;me.
Afin de surmonter ce probl&egrave;me, le syst&egrave;me peut d&eacute;cider de ne pas &eacute;mettre de recomman&shy;
dations &agrave; un utilisateur dont le syst&egrave;me n’a pas atteint un certain nombre d ’informations
requises, car il n ’est pas capable de cibler ses pr&eacute;f&eacute;rences avec le peu d ’information dispo&shy;
nible. Toutefois, cette pratique limite l’efficacit&eacute; du syst&egrave;me et est &agrave; &eacute;viter. Une solution
plus b&eacute;n&eacute;fique &agrave; la fois pour l’utilisateur et pour le syst&egrave;me de recommandations est d’uti&shy;
liser d’autres sources d’informations. En ayant ainsi un syst&egrave;me hybride, par exemple un
syst&egrave;me utilisant &agrave; la fois le filtrage collaboratif et le filtrage par contenu [45], il est pos&shy;
sible d ’aider l’utilisateur &agrave; faire un choix judicieux en lui offrant des recommandations,
peu importe s’il est nouveau ou non. Les syst&egrave;mes vont utiliser de l’information bas&eacute;e
sur le contenu jusqu’&agrave; temps que l’usager ou le produit atteignent un certain nombre
d ’activit&eacute;s, des achats dans le cas d’informations implicites ou un nombre satisfaisant de
cotes dans le cas d ’informations explicites, il y a une transition qui se fait de l’approche
par contenu vers une approche par collaboration.
Un autre probl&egrave;me similaire au d&eacute;marrage &agrave; froid pour les produits est le &laquo;long tail problem&raquo; [38]. La probl&eacute;matique s’explique comme &eacute;tant une file o&ugrave; les produits les plus
populaires se retrouvent &agrave; la t&ecirc;te de la file et que les produits les moins populaires, ou
encore les nouveaux produits dans le syst&egrave;me, se retrouvent dans la queue. Comme les
syst&egrave;mes de recommandations comportent un nombre important de produits et qu’une
grande partie de ces produits se retrouvent dans la queue, il est primordial de trouver des
solutions qui incluent ces produits. La solution propos&eacute;e par [38] afin de surmonter ce
probl&egrave;me est d ’utiliser la segmentation des produits de la queue afin d ’estimer les cotes
manquantes. Apr&egrave;s avoir trouv&eacute; le point de s&eacute;paration entre la t&ecirc;te et la queue, [38] effec&shy;
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tue une segmentation des produits en utilisant un algorithme expectation-minimisation
et cr&eacute;e des mod&egrave;les de pr&eacute;diction pour chacun des segments avec des s&eacute;parateurs &agrave; vaste
marge [8].
1.3.2
Donn&eacute;es dispers&eacute;es
Ce d&eacute;fi, similaire au d&eacute;marrage &agrave; froid, se distingue du fait que le probl&egrave;me n ’est pas
tant le manque de donn&eacute;es caus&eacute; par un nouvel utilisateur ou un nouveau produit, que
la diversit&eacute; des produits et des pr&eacute;f&eacute;rences des utilisateurs [1]. Ce probl&egrave;me suit le m&ecirc;me
principe que le probl&egrave;me des grandes dimensionalit&eacute;s, la mal&eacute;diction de la dimensionnalit&eacute;. Par exemple dans le domaine de la recommandation de films, si un utilisateur a
des pr&eacute;f&eacute;rences particuli&egrave;res, il ne sera pas &eacute;vident pour un syst&egrave;me utilisant un filtrage
collaboratif de trouver d ’autres utilisateurs avec des pr&eacute;f&eacute;rences similaires. Aussi, du c&ocirc;t&eacute;
des produits, si tr&egrave;s peu d ’utilisateurs cotent certains films, m&ecirc;me avec de tr&egrave;s bonnes
cotes, ceux-ci ne seront recommand&eacute;s que tr&egrave;s rarement.
Comme dans le cas du d&eacute;marrage &agrave; froid, des recherches ont montr&eacute; qu’en combinant
d’autres sources d’informations, par exemple des donn&eacute;es d&eacute;mographiques [39], il &eacute;tait
possible d ’obtenir une meilleure mesure de similarit&eacute; entre les individus. Une autre ap&shy;
proche pour r&eacute;soudre le probl&egrave;me des donn&eacute;es dispers&eacute;es est d ’utiliser la d&eacute;composition
en valeurs singul&egrave;res. Sarwar et al.[42] utilise cette technique afin de r&eacute;duire le nombre de
dimensions et ainsi, &ecirc;tre en mesure d’offrir une mesure de similarit&eacute; qui rejoint un plus
grand nombre d ’utilisateurs.
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1.3.3
D&eacute;fis techniques
De nos jours, les plateformes utilisant les syst&egrave;mes de recommandations contiennent un
tr&egrave;s grand nombre de produits et d’utilisateurs. Dans le cas des syst&egrave;mes utilisant un
filtrage collaboratif, ils utilisent un voisinage d’utilisateurs ou de produits afin d ’&eacute;mettre
leurs recommandations. Toutefois, avec ces diff&eacute;rents voisinages qui ne cessent d ’accro&icirc;tre,
il est n&eacute;cessaire pour les syst&egrave;mes de recommandations d’utiliser des techniques leur
permettant de g&eacute;rer le tout sans avoir de perte de performance. Aussi, lorsque l’utilisateur
visite un site o&ugrave; des recommandations sont possibles, il est important que le syst&egrave;me
&eacute;mette ses recommandations rapidement.
Une technique propos&eacute;e afin de surmonter ce probl&egrave;me est l’utilisation de segmentation
[44]. Ainsi, en cr&eacute;ant des partitions d ’utilisateurs, cela r&eacute;duit l’ensemble d ’utilisateurs &agrave;
la taille de la partition. Lorsque le syst&egrave;me va recommander ses produits &agrave; l’utilisateur,
au lieu d ’utiliser tous les utilisateurs pour trouver ses voisins, il va utiliser seulement les
utilisateurs qui font partie du segment qui refl&egrave;te au mieux les pr&eacute;f&eacute;rences de celui-ci.
Ainsi, l’espace de recherche est plus petit et du m&ecirc;me coup, le temps d ’ex&eacute;cution se voit
am&eacute;liorer.
1.3.4
Tendance en fonction du temps
Dans le domaine des syst&egrave;mes de recommandations, certains utilisateurs auront toujours
le m&ecirc;me profil. C ’est-&agrave;-dire que les pr&eacute;f&eacute;rences de ces utilisateurs ne vont pas changer avec
le temps [49]. Toutefois, il est possible pour les pr&eacute;f&eacute;rences d ’un utilisateur de changer
pour diff&eacute;rentes raisons. Plus ce changement de comportement se fait tard dans la vie
de l’utilisateur pour le syst&egrave;me, plus il sera difficile d ’&eacute;mettre des recommandations qui
refl&egrave;tent ces nouvelles pr&eacute;f&eacute;rences. Toutefois, si l’utilisateur n ’est pas tr&egrave;s vieux dans le
syst&egrave;me, celui-ci est plus apte &agrave; s’adapter plus rapidement au changement de pr&eacute;f&eacute;rences
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de l’utilisateur. Ce ph&eacute;nom&egrave;ne s’applique .&eacute;galement pour les produits. Lorsqu’un produit
devient tr&egrave;s populaire, il va souvent se retrouver en haut de la liste des recommandations.
Toutefois, avec le temps, un produit qui &eacute;tait tr&egrave;s populaire &agrave; une &eacute;poque peut ne plus
convenir aux besoins pr&eacute;sents des utilisateurs.
&Agrave; cette fin, Xiang et al. [49] propose une solution qui utilise les pr&eacute;f&eacute;rences des utilisateurs
&agrave; long terme et &agrave; court terme. Afin de mod&eacute;liser les pr&eacute;f&eacute;rences des utilisateurs &agrave; court
et long terme, ils utilisent un graphe pour repr&eacute;senter les relations entre les produits et
les utilisateurs. La repr&eacute;sentation des utilisateurs et des produits se fait &agrave; l’aide de tuple
du type cUtilisateur, Produit&gt; et &lt;Session, Produit&gt;. Ainsi, il est possible de faire
des recommandations sur les pr&eacute;f&eacute;rences &agrave; long terme (en utilisant le tuple cUtilisateur,
Produit&gt;) ainsi que des recommandations avec les pr&eacute;f&eacute;rences &agrave; court terme (en utilisant
le tuple &lt; Session, Produit&gt;.
1.4
D&eacute;fis de l’information im plicite
M&ecirc;me si le domaine des syst&egrave;mes de recommandations gagne en popularit&eacute;, les syst&egrave;mes
de recommandations qui reposent uniquement sur l’information implicite sont relative&shy;
ment peu utilis&eacute;s par rapport &agrave; ceux qui emploient des informations explicites [51]. En
plus des d&eacute;fis g&eacute;n&eacute;raux rencontr&eacute;s par les syst&egrave;mes de recommandations, les syst&egrave;mes
utilisant seulement de l’information implicite doivent faire face &agrave; plusieurs difficult&eacute;s.
Comme ils utilisent une source d ’informations compl&egrave;tement diff&eacute;rentes des syst&egrave;mes &agrave;
information explicites, les solutions pour ceux-ci ne peuvent pas s’appliquer. Ces difficul&shy;
t&eacute;s sont expliqu&eacute;es en d&eacute;tail dans [23]. Ici, nous les r&eacute;sumons pour faciliter la compr&eacute;hen&shy;
sion du m&eacute;moire. En fait, ces difficult&eacute;s sont les principales raisons pour lesquelles nous
ne pouvons pas simplement utiliser les techniques qui ont su prouver leur efficacit&eacute; lors
de l’utilisation d’information explicite telle que les cotes.
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1.4.1
L’absence de commentaires des utilisateurs
Contrairement &agrave; la situation avec de l’information explicite, o&ugrave; l’utilisateur peut indiquer
ses pr&eacute;f&eacute;rences vis-&agrave;-vis un produit, l’information implicite ne donne pas toujours de
renseignements clairs sur les pr&eacute;f&eacute;rences de l’utilisateur. Entre autres, il n’est pas possible
de conna&icirc;tre les raisons qui motivent l’utilisateur &agrave; ne pas acheter un produit. Il se
pourrait que l’utilisateur ne soit pas int&eacute;ress&eacute; par le produit, mais cela peut aussi signifier
que le prix du produit est trop &eacute;lev&eacute;, que le produit n’&eacute;tait pas disponible au moment
d’effectuer ses achats, qu’il n ’a simplement pas vu le produit, etc.
D’autre part, en observant le comportement d’un utilisateur en fonction de son histo&shy;
rique d ’achats, nous pouvons extraire des comportements r&eacute;p&eacute;t&eacute;s tels que les pr&eacute;f&eacute;rences
&agrave; l’&eacute;gard d’une cat&eacute;gorie sp&eacute;cifique de produits. En se basant sur ces comportements
r&eacute;p&eacute;t&eacute;s, nous pouvons &ecirc;tre confiants de l’int&eacute;r&ecirc;t d ’un utilisateur face &agrave; ce genre de pro&shy;
duits. &Agrave; titre d ’exemple, si un utilisateur loue plusieurs films d ’action et quelques films
d ’horreur, on peut alors &ecirc;tre confiant quant &agrave; ses pr&eacute;f&eacute;rences penchants vers les films
d’action et ce, m&ecirc;me si nous n’avons pas d ’information explicite de sa part.
1.4.2
Coh&eacute;rence des donn&eacute;es
Lorsqu’il n’y a pas d’informations explicites, il est difficile, voire impossible, de faire la
diff&eacute;rence entre les achats effectu&eacute;s par l’utilisateur qui seront utilis&eacute;s par celui-ci et les
achats effectu&eacute;s &agrave; d’autres fins. Dans de nombreux cas, un utilisateur peut acheter un
cadeau pour quelqu’un, louer un film pour un membre de la famille, etc. Cela cr&eacute;e beau&shy;
coup de mauvaises informations dans les donn&eacute;es qui peuvent influencer n&eacute;gativement les
recommandations si ce probl&egrave;me n ’est pas pris en charge. Avec l’information explicite, ce
probl&egrave;me a moins d ’impact, car il est possible pour l’utilisateur d ’indiquer ses pr&eacute;f&eacute;rences
directement avec ce produit.
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1.4.3
Confiance vs pr&eacute;f&eacute;rence
Dans le cas pr&eacute;sent o&ugrave; on utilise des informations implicites, la connaissance que nous
recueillons (par exemple, le nombre d’occurrences o&ugrave; des produits d’une cat&eacute;gorie sp&eacute;&shy;
cifique ont &eacute;t&eacute; achet&eacute;s) indique une confiance &agrave; l’&eacute;gard des go&ucirc;ts de l’utilisateur pour
une cat&eacute;gorie sp&eacute;cifique. Ainsi, nous devrions &ecirc;tre plus int&eacute;ress&eacute;s par des motifs r&eacute;p&eacute;t&eacute;s
&agrave; l’int&eacute;rieur d’un historique d’achats qu’un achat unique. Un achat unique peut &ecirc;tre fait
pour des raisons diff&eacute;rentes. En contre-partie, avec des informations explicites, les ren&shy;
seignements fournis par l’utilisateur indiquent une pr&eacute;f&eacute;rence pour un produit sp&eacute;cifique
directement en fonction d’un niveau de satisfaction. Par cons&eacute;quent, un seul achat peut
donner des informations utiles sur les pr&eacute;f&eacute;rences de l’utilisateur pour ce produit.
1.4.4
Besoin de red&eacute;finir les m&eacute;triques d ’&eacute;valuation
Avec les informations explicites, il existe d&eacute;j&agrave; des m&eacute;triques d ’&eacute;valuations bien connues
pour la validation des syst&egrave;mes de recommandations bas&eacute;es sur la comparaison des pr&eacute;&shy;
dictions entre la cote des produits recommand&eacute;s par rapport &agrave; la cote r&eacute;elle, comme
l’erreur quadratique moyenne (RMSE) [20]. Toutefois, avec les donn&eacute;es implicites, les
raisons qui motivent un utilisateur &agrave; ne pas acheter un produit ne sont pas claires ; en
fait, cela est aussi vrai pour un achat. Nous devons trouver des fa&ccedil;ons plus subtiles de
d&eacute;couvrir des similitudes entre les utilisateurs. Avec l’absence de commentaire de la part
de l’utilisateur, nous devons &ecirc;tre en mesure de faire la diff&eacute;rence entre les &eacute;l&eacute;ments pour
lesquels l’int&eacute;r&ecirc;t des utilisateurs est &eacute;lev&eacute; et ceux pour lesquels l’int&eacute;r&ecirc;t est faible.
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1.5
Besoin d ’une technique de segm entation
Les m&eacute;thodes qui utilisent des informations explicites ont des techniques qui leur per&shy;
mettent de regrouper des utilisateurs similaires, comme les r&eacute;seaux de confiances, les
cotes, etc. Toutefois, avec les informations implicites ce choix est plus restreint. Des
techniques comme la mesure du cosinus sont utilis&eacute;es pour calculer la similitude entre
deux utilisateurs, mais afin de cr&eacute;er des voisinages, il est important d ’avoir une mesure
permettant le calcul de la similitude entre un utilisateur et un ensemble d ’utilisateurs.
Dans ce chapitre, nous avons vu comment cr&eacute;er un syst&egrave;me de recommandations. Tou&shy;
tefois, le domaine des syst&egrave;mes de recommandations qui utilisent des informations im&shy;
plicites n&eacute;cessite encore beaucoup de recherche afin d’&ecirc;tre comp&eacute;titif avec les syst&egrave;mes
qui utilisent de l’information explicite. &Agrave; cette fin, nous croyons que des m&eacute;thodes de
segmentations pourraient am&eacute;liorer la pr&eacute;cision des syst&egrave;mes de recommandations en d&eacute;&shy;
couvrant des similitudes entre les utilisateurs qui peuvent ne pas &ecirc;tre apparentes avec
des techniques traditionnelles.
Dans le prochain chapitre, une &eacute;tude est faite sur diff&eacute;rentes techniques de segmentation
qui visent aussi bien des ensembles de donn&eacute;es avec des attributs cat&eacute;goriques que num&eacute;&shy;
riques. Cette &eacute;tude a pour but de d&eacute;terminer si une technique pourrait faciliter de fa&ccedil;on
consid&eacute;rable l’&eacute;tape de la d&eacute;couverte des similarit&eacute;s entre les utilisateurs.
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CHAPITRE 2
Segmentation
Lorsqu’il y a beaucoup d ’informations inconnues dans un ensemble de donn&eacute;es, la segmen&shy;
tation, un outil de forage de donn&eacute;es, permet de trouver des relations entre ces donn&eacute;es
qui sont cach&eacute;es. Contrairement &agrave; la classification, o&ugrave; il y a des &eacute;l&eacute;ments connus pour ce
qui est des relations entre les donn&eacute;es, la segmentation est utilis&eacute;e lorsqu’il n ’y a pas, ou
tr&egrave;s peu, d ’information en ce qui concerne les classes des donn&eacute;es. Le but premier d ’un
algorithme de segmentation est de regrouper les donn&eacute;es similaires en segments de sorte
que ces donn&eacute;es aient une forte similitude &agrave; l’int&eacute;rieur du segment et une forte dissimi&shy;
litude lorsqu’on les compare aux autres segments. Ainsi, le r&eacute;sultat d ’une segmentation
g&eacute;n&egrave;re des segments qui sont tous diff&eacute;rents les uns des autres.
Le r&eacute;sultat d ’une segmentation peut &ecirc;tre compl&egrave;tement diff&eacute;rent selon la technique uti&shy;
lis&eacute;e. Certaines techniques se basent sur la densit&eacute; des donn&eacute;es comme DBSCAN, un
algorithme populaire qui regroupe les donn&eacute;es se retrouvant &agrave; l’int&eacute;rieur d ’un rayon
donn&eacute;. D’autres m&eacute;thodes se basent sur une hi&eacute;rarchie de segments o&ugrave;, selon l’approche,
il est possible de trouver des sous-segments &agrave; l’int&eacute;rieur m&ecirc;me d’un segment. Lors du
d&eacute;roulement d ’un algorithme de segmentation, il y a deux fa&ccedil;ons d’attribuer les donn&eacute;es
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aux segments. La premi&egrave;re est l’attribution stricte. Cette attribution affecte les donn&eacute;es &agrave;
un seul segment. Ainsi, &agrave; la fin de la segmentation, toutes les donn&eacute;es ont seulement une
&eacute;tiquette. La seconde est l’attribution floue. Ce type d ’attribution permet &agrave; une donn&eacute;e
d ’appartenir &agrave; diff&eacute;rents segments selon un nombre entre 0 et 1 [24].
Afin de trouver des motifs qui se r&eacute;p&egrave;tent pour la cr&eacute;ation des segments, il est important
de bien d&eacute;finir la mesure de similitude entre les donn&eacute;es. Une des mesures tr&egrave;s populaires,
qui s’applique aux donn&eacute;es num&eacute;riques, est la mesure de distance Euclidienne. L’intuition
de cette mesure est d ’utiliser la distance physique entre les donn&eacute;es. Cette mesure fonc&shy;
tionne bien lorsqu’il y a des segments isol&eacute;s ou compacts, mais l’inconv&eacute;nient primaire de
cette mesure est que les attributs avec une plus grande &eacute;chelle ont tendance &agrave; dominer
les autres attributs [24]. Il existe une multitude de mesures selon le type de donn&eacute;es qui
est utilis&eacute;. Toutefois, il y a deux fa&ccedil;ons importantes de mesurer les donn&eacute;es entre elles.
La premi&egrave;re est de mesurer les donn&eacute;es deux &agrave; deux, par exemple lorsqu’il y a un point
central &agrave; l’int&eacute;rieur du segment et qu’il faut mesurer la similitude de ce point avec une
nouvelle donn&eacute;e. Cependant, il se peut que pour diff&eacute;rentes donn&eacute;es, une mesure deux
&agrave; deux ne soit pas suffisante afin de d&eacute;terminer si une donn&eacute;e appartient &agrave; un segment
et qu’il soit n&eacute;cessaire de comparer cette donn&eacute;e avec plusieurs autres donn&eacute;es en m&ecirc;me
temps [2]. La seconde technique est de mesurer la similitude entre une donn&eacute;e et plusieurs
autres. Ce qui permet de trouver des caract&eacute;ristiques additionnelles afin de regrouper les
donn&eacute;es en segments [50].
Afin de trouver diff&eacute;rents segments dans un ensemble de donn&eacute;es, il y a deux principales
approches utilis&eacute;es dans le domaine de la segmentation. La premi&egrave;re est la segmentation
en partition. Cette segmentation permet d’obtenir diff&eacute;rents segments tous ind&eacute;pendants
les uns des autres, alors que la seconde est la segmentation hi&eacute;rarchique. Cette derni&egrave;re
mod&eacute;lise un arbre o&ugrave; il est possible d’avoir plusieurs niveaux de segmentation. Dans le
cas de la segmentation hi&eacute;archique, il est possible d ’obtenir un r&eacute;sultat soit en appliquant
28
une approche par division, ou par agglom&eacute;ration. L’approche par division commence par
regrouper les donn&eacute;es dans un segment appel&eacute; la t&ecirc;te. Ensuite, par l’utilisation d ’une me&shy;
sure de similitude, les donn&eacute;es sont divis&eacute;es en segments et cela continue jusqu’&agrave; ce que la
qualit&eacute; de la segmentation ne puisse plus &ecirc;tre am&eacute;lior&eacute;e. Contrairement &agrave; l’approche par
division, l’approche agglom&eacute;rative isole chacune des donn&eacute;es comme &eacute;tant un segment et
regroupe ensuite les segments qui proposent une meilleure similitude ensemble. L’avan&shy;
tage d ’utiliser une approche hi&eacute;rarchique par rapport &agrave; une approche par partition est
la possibilit&eacute; de d&eacute;couvrir des sous-segments &agrave; l’int&eacute;rieur d’un segment. Toutefois, afin
de ne pas avoir trop de segments &agrave; la fin de l’algorithme, il faut g&eacute;n&eacute;ralement d&eacute;finir un
crit&egrave;re d ’arr&ecirc;t comme un nombre maximal de segments.
Dans le domaine de la segmentation, il est souvent n&eacute;cessaire de faire un compromis entre
le nombre d’attributs &agrave; utiliser et le nombre de donn&eacute;es disponibles. Le probl&egrave;me li&eacute; &agrave;
un tr&egrave;s grand nombre d’attributs, aussi appel&eacute; dimension, est que plus il y a d ’attributs,
plus il est possible pour les donn&eacute;es d’&ecirc;tre diff&eacute;rentes. Par exemple, si on utilise des
points sur un plan cart&eacute;sien et que la segmentation se fait seulement sur l’axe des x, la
segmentation sera simple et il est tr&egrave;s probable qu’il y ait suffisamment de similitude entre
les donn&eacute;es pour avoir de bons segments distincts. Toutefois, si la segmentation se fait
sur 3 dimensions, c’est-&agrave;-dire en ajoutant l’axe des y et des z, il est probable qu’il n ’y ait
pas assez de donn&eacute;es pour faire la segmentation. Ainsi, comme le but d’une segmentation
est de regrouper les donn&eacute;es qui sont similaires entre elles, plus il y a d ’attributs et plus
le nombre de donn&eacute;es requises afin d’avoir une segmentation efficace doit &ecirc;tre grand.
Ceci dit, les deux d&eacute;fis li&eacute;s &agrave; la segmentation de donn&eacute;es de tr&egrave;s grandes dimensions
sont les donn&eacute;es dispers&eacute;es, c’est-&agrave;-dire les donn&eacute;es qui ne sont pas similaires &agrave; aucune
autre donn&eacute;e, et l’efficacit&eacute; de la segmentation en pr&eacute;sence de bruit dans l’ensemble de
donn&eacute;es, en terme d’exactitude et de vitesse d ’ex&eacute;cution [21]. Dans le domaine du forage
de donn&eacute;es, cette probl&eacute;matique porte le nom de mal&eacute;diction de la dimension. Afin de
29
surmonter cette probl&eacute;matique, des chercheurs [50],[21],[3],[4],[13] projettent les donn&eacute;es
dans un nouvel espace afin de r&eacute;duire le nombre de dimensions tout en gardant une
variance qui se rapproche de la variance initiale entre les donn&eacute;es dans l’espace d ’origine.
Dans un ensemble de donn&eacute;es, il y a souvent des donn&eacute;es qui ne se conforment pas aux
motifs trouv&eacute;s, segments, et il peut &ecirc;tre n&eacute;cessaire de trouver ces donn&eacute;es afin d ’analyser
certaines particularit&eacute;s d ’un syst&egrave;me. Par exemple, les syst&egrave;mes bancaires utilisent la
d&eacute;tection d’anomalie afin de d&eacute;tecter les fraudes, un syst&egrave;me m&eacute;dical peut d&eacute;tecter un
signe de cancer chez un patient, ou encore un mauvais produit dans une cha&icirc;ne de montage
[11]. Dans le domaine de la segmentation, il y a deux types de donn&eacute;es non-conformes
qui nous int&eacute;resse soit : le bruit et les donn&eacute;es aberrantes. Le bruit est une donn&eacute;e qui
peut avoir &eacute;t&eacute; perturb&eacute;e lors de la cueillette d ’information. Par exemple, le bruit dans un
signal radio peut &ecirc;tre caus&eacute; par un autre produit &eacute;lectronique qui &eacute;met des ondes sur une
fr&eacute;quence similaire. En revanche, une donn&eacute;e aberrante est une donn&eacute;e qui n ’a pas subi
de distorsion, mais qui ne ressemble pas aux autres donn&eacute;es de son ensemble. Lors de la
segmentation d’un ensemble de donn&eacute;es, il y a diff&eacute;rentes approches [22] pour d&eacute;tecter
les donn&eacute;es aberrantes. Il est possible de faire une segmentation standard et d ’&eacute;tablir
une &eacute;tiquette pour les donn&eacute;es qui, bas&eacute; sur un seuil donn&eacute;, ne sont pas similaires aux
segments. Il est &eacute;galement possible de cr&eacute;er des mod&egrave;les dont un servira &agrave; segmenter les
donn&eacute;es dites r&eacute;guli&egrave;re et l’autre servira &agrave; segmenter les donn&eacute;es aberrantes.
2.1
Type d ’attributs
Selon le domaine applicatif de la segmentation, le type d’attributs peut &ecirc;tre diff&eacute;rent.
Ainsi, il y a principalement deux types d’attributs : les attributs num&eacute;riques et cat&eacute;go&shy;
riques. La segmentation de donn&eacute;es num&eacute;riques se fait sur des ensembles de donn&eacute;es o&ugrave;
les attributs peuvent seulement contenir des valeurs num&eacute;riques. Par exemple, la seg&shy;
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mentation des &eacute;tudiants en fonction des r&eacute;sultats de leurs travaux et examens. Afin de
ne pas avantager les attributs qui ont une plus grande &eacute;chelle, une des premi&egrave;res &eacute;tapes
est de normaliser les donn&eacute;es. Ensuite, afin de d&eacute;terminer la similitude entre les donn&eacute;es,
diff&eacute;rentes mesures peuvent &ecirc;tre utilis&eacute;es. La mesure Euclidienne, qui est un cas particu&shy;
lier de la mesure de Minkowski (eq. 2.1) lorsque p = 2, est une mesure tr&egrave;s populaire et
est souvent utilis&eacute;e pour des donn&eacute;es qui sont en 2 ou 3 dimensions [24].
n
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Contrairement &agrave; la segmentation de donn&eacute;es num&eacute;riques, la segmentation de donn&eacute;es
cat&eacute;gorique ne peut pas utiliser des mesures de similitude comme Minkowski. Ceci est
expliqu&eacute; par le fait qu’il n ’y a pas encore de fa&ccedil;on universelle permettant de convertir des
cat&eacute;gories en nombres. Toutefois, il existe diff&eacute;rentes approches afin de cr&eacute;er des segments
avec des donn&eacute;es cat&eacute;goriques. Une approche standard est d’exploser les cat&eacute;gories en
attributs binaires, o&ugrave; chacune des options d’une cat&eacute;gorie repr&eacute;sente un attribut. Par
exemple, s’il existe une cat&eacute;gorie Couleur des cheveux et que cette cat&eacute;gorie contient 5
choix, apr&egrave;s avoir explos&eacute; la cat&eacute;gorie Couleur des cheveux il y aurait 5 nouveaux attributs
pouvant avoir la valeur 1 ou 0 et chacun des attributs corresponderaient &agrave; une couleur
pr&eacute;cise. N&eacute;anmoins, cela a pour effet d ’augmenter grandement le nombre de dimensions
et peut nuire &agrave; la qualit&eacute; de la segmentation. Il est aussi possible d’utiliser une structure
d’attributs repr&eacute;sent&eacute;e par un arbre, o&ugrave; le parent d’un noeud repr&eacute;sente sa g&eacute;n&eacute;ralisation
[24]. &Agrave; titre d ’exemple, un noeud parent pourrait &ecirc;tre &laquo;Meuble&raquo; alors que ses enfants
pourraient &ecirc;tre des sp&eacute;cialit&eacute;s comme &laquo;Lit&raquo;, &laquo;Sofa&raquo;, &laquo;Table&raquo;, etc. Une mesure qui est
souvent utilis&eacute;e pour trouver la similitude entre des vecteurs de donn&eacute;es binaires est la
mesure de cosinus.
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2.2
Techniques de segm entation avec donn&eacute;es cat&eacute;go&shy;
riques
Les attributs cat&eacute;goriques offrent des d&eacute;fis diff&eacute;rents des attributs num&eacute;riques. Avec les
attributs cat&eacute;goriques, il n’y a pas de mesures &eacute;videntes pour d&eacute;terminer la similitude
entre les cat&eacute;gories. Aussi, il est important de consid&eacute;rer le fait qu’il peut exister des soussegments &agrave; l’int&eacute;rieur d’un m&ecirc;me segment. Par exemple, dans le cas o&ugrave; la segmentation
se fait sur des utilisateurs o&ugrave; leurs historiques d ’achats sont utilis&eacute;s comme attributs, il
est possible qu’il existe des sous-ensembles d’individus avec des pr&eacute;f&eacute;rences diff&eacute;rentes
face &agrave; certains produits &agrave; l’int&eacute;rieur du m&ecirc;me segment [50]. Il existe d&eacute;j&agrave; un bon nombre
d ’algorithmes pour traiter des attributs cat&eacute;goriques. Toutefois, les algorithmes existants
ne sont pas encore aussi efficaces que les algorithmes qui traitent des attributs num&eacute;riques.
Les principaux inconv&eacute;nients des techniques existantes sont expliqu&eacute;s par Xiong et al. [50],
mais sont r&eacute;sum&eacute;s ici afin de faciliter la compr&eacute;hension.
Certains de ces algorithmes n&eacute;cessitent la configuration de plusieurs param&egrave;tres, comme
le nombre de segments attendu, ce qui peut &ecirc;tre difficile &agrave; calibrer afin d ’obtenir de
bons r&eacute;sultats. De plus, la calibration des param&egrave;tres pour un ensemble de donn&eacute;es
peut donner des r&eacute;sultats compl&egrave;tements diff&eacute;rents avec un autre ensemble. Ainsi, il est
pr&eacute;f&eacute;rable d’utiliser un algorithme qui ne demande pas de param&egrave;tres afin de mettre tous
les efforts sur la segmentation et non sur l’optimisation des param&egrave;tres.
Un autre probl&egrave;me qui affecte les algorithmes existants est la d&eacute;pendance entre l’ordre de
lecture des donn&eacute;es et le r&eacute;sultat. Il n ’est pas naturel pour un algorithme de segmentation
de produire diff&eacute;rents r&eacute;sultats selon l’ordre auquel les donn&eacute;es ont &eacute;t&eacute; lues. &Eacute;videmment,
un bon algorithme doit &ecirc;tre en mesure de toujours produire le m&ecirc;me r&eacute;sultat avec le m&ecirc;me
ensemble de donn&eacute;es ind&eacute;pendamment de l’ordre de lecture.
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Finalement, la complexit&eacute; &eacute;lev&eacute;e d ’un algorithme peut demander beaucoup de temps
afin de produire un r&eacute;sultat. Afin de surmonter ce probl&egrave;me, les syst&egrave;mes vont faire un
&eacute;chantillonnage des donn&eacute;es et cr&eacute;er leurs premiers segments pour ensuite affecter les
donn&eacute;es aux segments. Toutefois, cette technique d&eacute;pend de l’&eacute;chantillon et n ’est donc
pas stable dans le cas o&ugrave; l’&eacute;chantillon recueilli ne contient pas de segments bien d&eacute;finis.
Bien que les techniques existantes offrent des r&eacute;sultats ad&eacute;quats, il est n&eacute;cessaire de
trouver de nouvelles m&eacute;thodes afin d ’am&eacute;liorer la pr&eacute;cision et l’efficacit&eacute; des algorithmes
de segmentation d’attributs cat&eacute;goriques tout en &eacute;vitant les probl&egrave;mes mentionn&eacute;s cidessus.
2.2.1
ROCK
ROCK [17] est un algorithme de segmentation utilisant une approche hi&eacute;rarchique agglom&eacute;rative pour des attributs cat&eacute;goriques. Cet algorithme utilise une notion de liens
entre les donn&eacute;es. Afin de cr&eacute;er les segments, l’algorithme commence par calculer les voi&shy;
sins qui ont une plus grande similitude en utilisant le coefficient de Jaccard, o&ugrave; A et B
repr&eacute;sentent des historiques de transactions.
Jaccard(A, B) = p q j f j
(2-2)
Apr&egrave;s avoir calcul&eacute; les voisins pour chacune des donn&eacute;es, selon un seuil de similitude
&copy;, ils introduisent la notion de liens. Un lien est le nombre de voisins communs entre
deux donn&eacute;es. Ainsi, si le nombre de voisins est &eacute;lev&eacute;, il est alors probable que ces deux
donn&eacute;es appartiennent au m&ecirc;me segment. Afin de d&eacute;terminer la qualit&eacute; d ’un segment, les
auteurs utilisent une fonction d’optimisation par rapport au nombre de liens &agrave; l’int&eacute;rieur
d ’un segment. Bien que l’id&eacute;e d’utiliser des liens entre les donn&eacute;es semble justifi&eacute;e, la
complexit&eacute; &eacute;lev&eacute;e de l’algorithme caus&eacute; par le calcul des voisins rend la segmentation sur
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des ensembles de donn&eacute;es tr&egrave;s larges inefficace. Il est aussi important de pr&eacute;ciser que le
d&eacute;marrage de l’algorithme se fait par &eacute;chantillonnage, ce qui a pour effet de rendre la
segmentation instable.
2.2.2
CACTUS
CACTUS [14] est un autre algorithme de segmentation pour des attributs cat&eacute;goriques
qui se d&eacute;roule en trois phases. La premi&egrave;re phase de cet algorithme r&eacute;sume l’ensemble de
donn&eacute;es en comptant les pairs d’attributs qui se r&eacute;p&egrave;tent. Ensuite, selon un certain seuil
fix&eacute; par un param&egrave;tre, l’algorithme conserve seulement les pairs qui sont fortement reli&eacute;es.
Lors de la seconde phase, la segmentation, d&eacute;termine des segments potentiels sur les pairs
d ’attributs. Par la suite, ils augmentent le nombre d ’attributs pour ainsi cr&eacute;er des triplets,
quadruplets, et ainsi de suite. Lorsque l’algorithme obtient tous les segments potentiels,
il commence la phase de la validation, qui consiste &agrave; cr&eacute;er les v&eacute;ritables segments en se
basant sur le support des segments potentiels. Ce support est fix&eacute; selon un param&egrave;tre et
qui peut &ecirc;tre difficile &agrave; ajuster selon l’ensemble de donn&eacute;es [50], De plus, les segments
sont cr&eacute;&eacute;s en se basant sur l’espace initial des donn&eacute;es. Toutefois, avec des donn&eacute;es r&eacute;elles
qui contiennent des attributs cat&eacute;goriques, les segments ont plus de chance de se former
dans diff&eacute;rents sous-espaces [50].
2.2.3
COOLCAT
Plut&ocirc;t que d’utiliser des mesures comme le coefficient de Jaccard, certains chercheurs
proposent une nouvelle approche qui utilise l’entropie afin d’obtenir une segmentation.
COOLCAT [5] est un algorithme qui suit cette approche et qui est incr&eacute;mental, c’est&agrave;-dire qu’il est capable d’ajouter de nouvelles donn&eacute;es sans avoir &agrave; recalculer tous ses
segments. L’algorithme commence par effectuer un &eacute;chantillonnage sur l’ensemble des
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donn&eacute;es et trouve les k donn&eacute;es qui sont les plus diff&eacute;rentes selon l’entropie. Ensuite, il
se sert de ces k donn&eacute;es comme &eacute;tant les segments initiaux et affecte incr&eacute;mentalement
le reste des donn&eacute;es aux segments ayant la plus petite entropie. Une des limites de
cette approche est que le r&eacute;sultat de la segmentation d&eacute;pend beaucoup de l’ordre selon
laquelle les donn&eacute;es ont &eacute;t&eacute; lues. Cette probl&eacute;matique r&eacute;duit l’efficacit&eacute; de l’algorithme,
car selon un ensemble de donn&eacute;es fixe, le r&eacute;sultat d’une segmentation devrait toujours
&ecirc;tre identique.
2.2.4
AT-DC
Une autre approche pour faire la segmentation d ’attributs cat&eacute;goriques est propos&eacute;e par
[10]. AT-DC, qui est un algorithme n ’ayant besoin d ’aucun param&egrave;tre, fonctionne selon
l’hypoth&egrave;se que des segments sont des groupes o&ugrave; un tr&egrave;s grand nombre de donn&eacute;es se
croisent. Ainsi, en se basant sur cette hypoth&egrave;se, un crit&egrave;re a &eacute;t&eacute; &eacute;tabli pour permettre &agrave;
AT-DC de s’arr&ecirc;ter automatiquement lorsque la qualit&eacute; des segments ne peut plus &ecirc;tre
am&eacute;lior&eacute;e. AT-DC utilise une approche hi&eacute;rarchique de haut en bas. Il commence par
regrouper l’ensemble des donn&eacute;es dans la t&ecirc;te et ensuite, tente de s&eacute;parer les donn&eacute;es en
deux segments de fa&ccedil;on it&eacute;rative. Si une nouvelle coupe am&eacute;liore l’homog&eacute;n&eacute;it&eacute; des don&shy;
n&eacute;es, alors cette coupe est conserv&eacute;e et le noeud parent est retir&eacute;. AT-DC utilise l’index
de Gini dans le but d ’ordonner les donn&eacute;es en ordre d’importances pour l’initialisation
de la coupe. AT-DC contient &eacute;galement une phase d’optimisation qui consiste &agrave; d&eacute;placer
une donn&eacute;e &agrave; la fois vers un nouveau segment si la qualit&eacute; de la segmentation peut &ecirc;tre
am&eacute;lior&eacute;e. Finalement, l’algorithme se termine lorsque le produit de la segmentation est
stable. La stabilit&eacute; est atteinte lorsque la s&eacute;paration des segments ne peut plus am&eacute;liorer
la qualit&eacute; de la segmentation. Le fait que cet algorithme ne demande aucun param&egrave;tre
est tr&egrave;s bien. Toutefois, l’ordre dans lequel les &eacute;l&eacute;ments sont &eacute;valu&eacute;s lors de la s&eacute;paration
initiale a un impact significatif sur la qualit&eacute; de la segmentation [50].
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2.3
DHCC
Afin d ’offrir une solution qui ne demande pas de param&egrave;tres, qui est ind&eacute;pendant de
l’ordre dans lequel les donn&eacute;es sont lues, qui est capable de trouver des sous-segments &agrave;
l’int&eacute;rieur d’un segment et qui est performant avec de tr&egrave;s larges ensembles de donn&eacute;es,
Xiong et al. [50] propose une approche en se basant sur une segmentation hi&eacute;rarchique
par division en &eacute;tudiant la probl&eacute;matique de la segmentation d’attributs cat&eacute;goriques
comme &eacute;tant un probl&egrave;me d ’optimisation. DHCC est un algorithme qui produit un dendrogramme de segments pour des donn&eacute;es ayant des attributs cat&eacute;goriques et se base sur
l’analyse des correspondances multiples afin d’initialiser ses segments.
En vue de travailler avec les attributs cat&eacute;goriques, la premi&egrave;re &eacute;tape pour DHCC est
de faire une transformation des cat&eacute;gories en attributs binaires. Ainsi, en explosant les
cat&eacute;gories, il en d&eacute;coule une matrice indicatrice Z o&ugrave; chacune des lignes repr&eacute;sentent une
donn&eacute;e et chacune des colonnes repr&eacute;sentent un attribut provenant d ’une cat&eacute;gorie. Par
exemple, une cat&eacute;gorie qui contient 5 attributs aura seulement une de ses colonnes &agrave; 1
et le reste sera compos&eacute; de 0. Ainsi, pour chaque ligne de Z, la sommation des attributs
sera toujours le nombre de cat&eacute;gories provenant de l’ensemble de donn&eacute;es initial. Lorsque
la matrice indicatrice est cr&eacute;&eacute;e, la seconde phase de l’algorithme est d’effectuer l’analyse
des correspondances multiples afin d ’obtenir les facteurs qui repr&eacute;sentent au mieux les
donn&eacute;es dans un nouvel espace de plus petites dimensions. Un exemple de Z est pr&eacute;sent&eacute;
dans le tableau 2.1, o&ugrave; Sexe, Taille et Occupation repr&eacute;sentent des cat&eacute;gories avec leurs
attributs respectifs.
Cette seconde &eacute;tape est n&eacute;cessaire afin de trouver des structures &agrave; l’int&eacute;rieur de donn&eacute;es
nominales. Lorsque cette technique est utilis&eacute;e avec une matrice indicatrice, l’analyse
produit une projection des donn&eacute;es dans un nouvel espace qui contient moins d ’attributs.
Dans le but de r&eacute;duire le nombre d’attributs, l’algorithme va calculer la d&eacute;composition en
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Sexe
Homme Femme
1
0
1
0
1
0
Taille
Petit Grand
1
0
1
0
1
0
Occupation
Professeur Etudiant
1
0
1
0
0
0
Autre
0
0
1
Tableau 2.1 - Exemple d ’une matrice indicatrice
valeur singuli&egrave;re de la matrice indicatrice, qui produit les axes principaux des donn&eacute;es,
et garder seulement les plus significatifs. Ainsi, il est possible d’utiliser des ensembles
de donn&eacute;es qui contiennent un tr&egrave;s grand nombre d’attributs sans que l’efficacit&eacute; de
l’algorithme en soit affect&eacute;e. Les similitudes entre les donn&eacute;es sont d&eacute;couvertes en utilisant
la mesure de K h i2 entre les donn&eacute;es transform&eacute;es dans la matrice indicatrice Z et les
donn&eacute;es projet&eacute;es dans le nouvel espace T par l’analyse.
Afin d’optimiser la segmentation, les auteurs utilisent la mesure du K h i2(eq. 2.3) entre
une donn&eacute;e et un ensemble de donn&eacute;es afin de d&eacute;finir la fonction objective. Ainsi, l’op&shy;
timisation se fait sur la somme de l’erreur de K h i2, o&ugrave; Ck repr&eacute;sente un segment, z*
repr&eacute;sente un objet quelconque provenant des donn&eacute;es et dcAi(eq. 2.4) la similitude entre
une donn&eacute;e et le centre d’un segment.
K
Erreur de K h i2 =
dchi{Zi,Ck)
(2.3)
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O&ugrave; Zij est l’&eacute;l&eacute;ment (i,j) de la matrice Z. Le centre d ’un segment Ckj (eq. 2.5) est obtenu
en calculant la racine carr&eacute;e des fr&eacute;quences des cat&eacute;gories dans un segment Ck, o&ugrave; z .j
repr&eacute;sente la somme de z,j pour tous les z, appartenant &agrave; Ck-
*
-
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Fonctionnement de l’algorithme DHCC
L’algorithme de DHCC se r&eacute;sume comme suit. L’algorithme commence par faire un seg&shy;
ment, la t&ecirc;te, et le s&eacute;pare en deux. Ceci produit ainsi un arbre binaire de segment. Afin
de s&eacute;parer un segment, DHCC effectue un fractionnement pr&eacute;liminaire et ensuite, raffine
ce fractionnement pour augmenter la qualit&eacute; des segments. Le tout s’ex&eacute;cute jusqu’&agrave; ce
que la qualit&eacute; du segment ne puisse plus &ecirc;tre am&eacute;lior&eacute;e.
Fractionnement pr&eacute;liminaire
Le fractionnement pr&eacute;liminaire se fait en utilisant le r&eacute;sultat de l’analyse des correspon&shy;
dances multiples sur l’ensemble de donn&eacute;es du segment &agrave; fractionner. Comme l’analyse
produit un nouvel espace o&ugrave; la premi&egrave;re dimension est la plus significative, DHCC utilise
cette premi&egrave;re dimension afin de faire la premi&egrave;re s&eacute;paration des donn&eacute;es. Par cons&eacute;&shy;
quent, comme la s&eacute;paration est binaire, les donn&eacute;es dont les coordonn&eacute;es dans le nouvel
espace sont n&eacute;gatives se retrouvent dans le noeud de gauche, et les donnes dont les coor&shy;
donn&eacute;es sont positives se retrouvent dans le noeud de droite. Le fait d’utiliser seulement
la premi&egrave;re dimension assure la rapidit&eacute; de l’algorithme pour obtenir ce fractionnement
pr&eacute;liminaire. Comme la premi&egrave;re dimension est celle qui couvre le plus la variance des
donn&eacute;es, le fait d’utiliser cette dimension pour la s&eacute;paration initiale des donn&eacute;es permet
en g&eacute;n&eacute;ral de g&eacute;n&eacute;rer un fractionnement de bonne qualit&eacute;.
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Raffinement
Suite au fractionnement pr&eacute;liminaire, le raffinement est en charge de d&eacute;placer toutes les
donn&eacute;es &agrave; l’int&eacute;rieur des nouveaux segments afin d’optimiser la qualit&eacute; de la segmentation.
Ainsi, pour chacune des donn&eacute;es nouvellement segment&eacute;es, DHCC calcule la similitude
entre la donn&eacute;e et les deux segments. Pour effectuer ce calcul, il est n&eacute;cessaire de retirer
temporairement la donn&eacute;e de son segment initial, car la mesure de K h i2 n&eacute;cessite que la
donn&eacute;e soit &agrave; l’int&eacute;rieur du segment pour lequel la similitude est calcul&eacute;e. Ce raffinement
s’effectue jusqu’&agrave; ce que les segments deviennent stables, c’est-&agrave;-dire que les donn&eacute;es ne
transigent plus d’un segment &agrave; l’autre.
Crit&egrave;re d ’arr&ecirc;t automatique
Comme un des avantages de DHCC est de ne pas avoir &agrave; fournir de param&egrave;tre, il est donc
essentiel de trouver une approche automatique pour d&eacute;terminer quand la segmentation
doit &ecirc;tre termin&eacute;e. &Agrave; cette fin, les auteurs proposent d ’utiliser une mesure de qualit&eacute;
qui est globale &agrave; l’ensemble de la segmentation pour d&eacute;terminer si un segment doit &ecirc;tre
fractionn&eacute;. &Agrave; premi&egrave;re vue, il serait possible d ’utiliser l’erreur de K h i2 et d ’optimiser
cette fonction. Toutefois, comme DHCC diminue toujours l’erreur en fractionnant des
segments, cela produirait un arbre o&ugrave; chacune des feuilles repr&eacute;senteraient une donn&eacute;e.
Donc, il est important de trouver une mesure d’efficacit&eacute; qui fait un bon compromis entre
la qualit&eacute; de la segmentation et le nombre de segments finaux. Pour ce faire, les auteurs
proposent une nouvelle mesure de qualit&eacute; bas&eacute;e sur l’entropie o&ugrave; T repr&eacute;sente l’ensemble
de donn&eacute;es.
Q i&Ccedil; p) = ^ ( ^ P { v j \ C p)\ogp{vj\Cp) - ^2 p (v j\T )\o g p (v j\T )j
j =1
j —i
(2.6)
Cette mesure &agrave; elle seule n’est pas suffisante pour r&eacute;soudre la probl&eacute;matique, car elle ne
tient pas compte du nombre de segments finaux. Ainsi, tel que pr&eacute;sent&eacute; dans l’&eacute;quation
suivante, ils incorporent le nombre de segments lors du calcul de la segmentation globale.
Q(C) =
! &sect; ! q (C1)
&acirc; fc
(2.7)
n
Ainsi, DHCC calcule pour toutes les feuilles de l’arbre s’il est avantageux pour la seg&shy;
mentation de fractionner le segment. Le fractionnement est seulement avantageux si
Q({CP}) &lt; Q{{Cp, Cp}), o&ugrave; Cp et Cp repr&eacute;sente les noeuds enfants de Cp. S’il y a
fractionnement, alors l’algorithme continue en &eacute;valuant les nouveaux segments. Sinon,
lorsque l’algorithme d&eacute;tecte que le fractionnement d ’une feuille de l’arbre n ’am&eacute;liore pas
la qualit&eacute; de la segmentation, il &eacute;tiquette ce noeud comme &eacute;tant une feuille terminale et
ne le revisite plus. Finalement, la segmentation se termine lorsque toutes les feuilles ont
&eacute;t&eacute; &eacute;tiquet&eacute;es.
2.3.2
Avantages de DHCC
Un des avantages de DHCC est qu’il permet de ne pas avoir &agrave; pr&eacute;ciser de param&egrave;tres lors
de son utilisation, et ce de fa&ccedil;on efficace. D’autres techniques existent comme par exemple
la d&eacute;tection d ’un &laquo;coude&raquo;, o&ugrave; la qualit&eacute; de la segmentation finale augmente de moins en
moins par rapport aux nombres de segments produits. Ce genre d’approche est inefficace
pour deux raisons. Premi&egrave;rement, il est n&eacute;cessaire de d&eacute;tecter le &laquo;coude&raquo;, c’est-&agrave;-dire
qu’il faut &eacute;tablir des mesures afin d ’identifier lorsque celui-ci se produit. De plus, cette
approche doit g&eacute;n&eacute;rer plus de segments qu’il est n&eacute;cessaire en r&eacute;alit&eacute; pour d&eacute;tecter l&agrave; o&ugrave;
l’ajout de segments n’am&eacute;liore plus de fa&ccedil;on significative le r&eacute;sultat de la segmentation.
Contrairement &agrave; DHCC, o&ugrave; l’algorithme se termine aux segments imm&eacute;diats.
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Un autre point important de DHCC est son ind&eacute;pendance &agrave; l’ordre selon lequel les don&shy;
n&eacute;es sont lues. Les raisons principales qui expliquent cette caract&eacute;risque sont les suivantes.
Premi&egrave;rement, comme il n ’utilise pas d ’&eacute;chantillonnage pour la phase d ’initialisation des
segments et que l’analyse des correspondances s’effectue lorsque toutes les donn&eacute;es sont
lues, cela rend la premi&egrave;re phase ind&eacute;pendante de l’ordre de lecture des donn&eacute;es. Aussi,
bien que la phase de raffinement travaille sur une donn&eacute;e &agrave; la fois, elle met &agrave; jour les
nouveaux segments seulement apr&egrave;s avoir trait&eacute; toutes les donn&eacute;es. Ainsi, m&ecirc;me si on
r&eacute;p&egrave;te la segmentation plusieurs fois sur le m&ecirc;me ensemble de donn&eacute;es et que les donn&eacute;es
sont lues dans un ordre compl&egrave;tement diff&eacute;rent, le r&eacute;sultat sera toujours le m&ecirc;me.
Comme DHCC utilise une approche hi&eacute;rarchique, et que le r&eacute;sultat est un arbre binaire,
il est en mesure de d&eacute;couvrir des sous-espaces &agrave; l’int&eacute;rieur d’un segment. Pax exemple, tel
que pr&eacute;sent&eacute; dans [50], lorsque l’algorithme est appliqu&eacute; sur l’ensemble de donn&eacute;es d’un
Zoo, il commence par trouver deux segments dont l’un contient les mammif&egrave;res. Ensuite,
il est possible d ’observer que l’algorithme associe des attributs qui sont plus dominants
aux diff&eacute;rents segments. Par exemple, un attribut tr&egrave;s fort pour le segment mammif&egrave;re
est l’attribut binaire fourrure alors que l’attribut dominant de l’autre segment est Ponds
des oeufs.
Afin de pouvoir &ecirc;tre utilisable avec un tr&egrave;s large ensemble de donn&eacute;es, la complexit&eacute; de
DHCC est lin&eacute;aire avec le nombre de donn&eacute;es utilis&eacute;es. L’ordre de DHCC est O fy n J log K ),
o&ugrave; ip repr&eacute;sente la moyenne du nombre d’it&eacute;rations de la phase de raffinement. Une grande
partie du temps utilis&eacute;e par l’algorithme est consacr&eacute;e pour la phase de fractionnement
pr&eacute;liminaire lors du calcul d ’analyse des correspondances. La complexit&eacute; d ’une d&eacute;compo&shy;
sition en valeur singuli&egrave;re, utilis&eacute;e dans le cas d’une analyse des correspondances, pour
une matrice n x M est 0 (n M m in (n , M ))). Il existe des techniques plus efficaces pour cal&shy;
culer la d&eacute;composition, qui donnent une complexit&eacute; 0 (n M r ) lorsque r &lt; \/m in (n , M ),
o&ugrave; r signifie le rang de la matrice [7]. Une technique similaire utilise seulement les r
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premi&egrave;res valeurs afin d ’avoir une approximation de la matrice de donn&eacute;es, ce qui rend
le tout beaucoup plus rapide &agrave; calculer, mais affecte la pr&eacute;cision du r&eacute;sultat.
2.3.3
Limites
Une des limitations de DHCC est l’espace occup&eacute; en m&eacute;moire par les donn&eacute;es. Premi&egrave;&shy;
rement, lorsque la matrice indicatrice est cr&eacute;&eacute;e, il est n&eacute;cessaire d ’exploser les cat&eacute;gories
enfin de rendre chaque attribut binaire, ce qui a pour r&eacute;sultats d’augmenter de fa&ccedil;on
consid&eacute;rable le nombre d’attributs. De plus, lors de l’analyse des correspondances, les
valeurs associ&eacute;es au calcul d ’un nouveau segment sont de types float. ce qui fait en sorte
que la m&eacute;moire utilis&eacute;e pour la phase de fractionnement priliminaire de DHCC est de
\CP\ x M . N&eacute;anmoins, comme l’algorithme utilise une approche o&ugrave; la distance est calcul&eacute;e
seulement avec le noyau du segment et non pas deux &agrave; deux avec tous les &eacute;l&eacute;ments, au
lieu d ’avoir une complexit&eacute; quadratique, la complexit&eacute; de DHCC est 0 (n M ).
Une autre difficult&eacute; &eacute;prouv&eacute;e par DHCC est que les donn&eacute;es aberrantes peuvent nuire au
bon fonctionnement de l’algorithme. Lors de la phase de raffinement, lorsque l’algorithme
transf&egrave;re les donn&eacute;es d’un segment &agrave; l’autre afin de d&eacute;terminer quel segment offre la
meilleure segmentation, la pr&eacute;sence de donn&eacute;es aberrantes affecterait le r&eacute;sultat. Une des
solutions propos&eacute;es serait de faire un pr&eacute;-traitement sur l’ensemble de donn&eacute;es initiales
afin de retirer les donn&eacute;es aberrantes.
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2.4
Segm entation com me outil de syst&egrave;m e de recom&shy;
m andations
Les techniques de segmentation utilis&eacute;es dans les syst&egrave;mes de recommandations sont
confront&eacute;s &agrave; plusieurs d&eacute;fis. Premi&egrave;rement, les historiques d ’achats sont consid&eacute;r&eacute;s comme
&eacute;tant des ensembles de donn&eacute;es avec des attributs cat&eacute;goriques et il manque de mesure
d ’&eacute;valuation afin de d&eacute;terminer la similarit&eacute; entre les donn&eacute;es. Le deuxi&egrave;me d&eacute;fi important
est le grand nombre de produits que les magasins ont de nos jours, ce qui implique
un tr&egrave;s grand nombre de dimensions pour repr&eacute;senter les utilisateurs. Par cons&eacute;quent,
nous avons besoin d ’une technique de segmentation qui peut traiter des donn&eacute;es de tr&egrave;s
grandes dimensions. Troisi&egrave;mement, comme nous voulons cr&eacute;er une m&eacute;thode g&eacute;n&eacute;rique, la
technique de segmentation doit avoir une fa&ccedil;on automatique de d&eacute;terminer le nombre de
segments optimaux et ne doit pas n&eacute;cessiter de param&egrave;tre. De plus, pour la probl&eacute;matique
de recommandations que nous traitons dans ce travail, il n’est pas possible d ’obtenir des
informations comme les cotes ou toute autre variation de score pour les produits. La
seule entr&eacute;e est une matrice avec des attributs binaires qui indiquent l’achat ou non d ’un
produit par l’utilisateur.
DHCC est un algorithme de segmentation efficace pour le regroupement de donn&eacute;es
avec des attributs cat&eacute;goriques qui a un moyen automatique de d&eacute;terminer le nombre
de segments n&eacute;cessaires. Comme il est le premier algorithme de division hi&eacute;rarchique
pour la segmentation de donn&eacute;es cat&eacute;goriques, il a &eacute;t&eacute; con&ccedil;u sp&eacute;cialement pour contrer
la probl&eacute;matique des grandes dimensions et du manque de mesure de similarit&eacute; efficace.
Son application permet d’obtenir une bonne segmentation sur des utilisateurs qui peut
&ecirc;tre utilis&eacute;e dans les syst&egrave;mes de recommandations, o&ugrave; les clients dans un segment par&shy;
tagent des pr&eacute;f&eacute;rences similaires et les pr&eacute;f&eacute;rences d ’un groupe peuvent &ecirc;tre utilis&eacute;es pour
faire des recommandations aux utilisateurs &agrave; l’int&eacute;rieur du segment. De plus, la struc43
ture hi&eacute;rarchique de la segmentation bas&eacute;e sur le comportement d’achats de l’utilisateur
perm ettrait d ’&ecirc;tre en accord avec la taxinomie des produits.
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CHAPITRE 3
M&eacute;thodologie et R&eacute;sultats
Dans le but de d&eacute;couvrir des informations cach&eacute;es &agrave; propos des pr&eacute;f&eacute;rences parmi un
ensemble d’utilisateurs, nous proposons d ’exploiter la technique de segmentation hi&eacute;rar&shy;
chique par division. Nous avons comme hypoth&egrave;se principale qu’un produit populaire a
tendance &agrave; &ecirc;tre un bon produit. Dans cet ordre d’id&eacute;e, en regroupant les utilisateurs
qui ont des go&ucirc;ts similaires, il est possible de recommander des produits ayant un tr&egrave;s
grand int&eacute;r&ecirc;t par ce groupe d’utilisateurs. En appliquant DHCC avec des informations
implicites comme un historique d ’achats, l’algorithme est en mesure de d&eacute;couvrir des
groupes d’utilisateurs similaires qui sont organis&eacute;s en forme d ’arbre binaire. &Agrave; partir de
cet arbre, nous extrayons les produits qui ont le plus de chance d’&ecirc;tre int&eacute;ressants pour
les utilisateurs dans une liste Top-N [46], et ce pour chacun des segments. La technique
propos&eacute;e offre des recommandations personnallis&eacute;es pour chacun des utilisateurs dans
chacun des segments.
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Produit
Achet&eacute; Non
1
0
1
Utilisateur
Utilisateur A
Utilisateur B
Utilisateur C
a
Achet&eacute;
0
1
0
Produit
Achet&eacute; Non
0
1
0
b
Achet&eacute;
1
0
1
Tableau 3.1 - Exemple d’une matrice d ’entr&eacute;e
3.1
Segm entation
Afin d ’utiliser DHCC, nous cr&eacute;ons une matrice qui contient toutes les informations &agrave;
propos des historiques d ’achat pour chacun des utilisateurs. En traitant chaque produit
comme &eacute;tant une cat&eacute;gorie, nous cr&eacute;ons une matrice avec les dimensions Utilisateurs
X Produits, et explosons chacune des cat&eacute;gories afin de repr&eacute;senter les produits achet&eacute;s
et non achet&eacute;s. Ceci transforme la repr&eacute;sentation des donn&eacute;es pour les transactions en
vecteurs et cela est n&eacute;cessaire pour le fonctionnement de DHCC avec notre ensemble de
donn&eacute;es. Le Tableau 3.1 montre un exemple de cette repr&eacute;sentation dans le cas o&ugrave; il y a
deux produits.
Dans DHCC, la similitude entre les utilisateurs (repr&eacute;sent&eacute;e par son historique d ’achats)
et un segment est calcul&eacute;e avec la mesure de K h i2, c.-&agrave;-d.,
dchi(ui,Ck) = ^2
j
^ ~fcj)
ckj
^3 1^
o&ugrave; Hi est le vecteur des utilisateurs u, de la matrice d’entr&eacute;e et c* est le vecteur qui
repr&eacute;sente le centre du segment C*, qui est d&eacute;fini comme &eacute;tant la racine carr&eacute;e des
fr&eacute;quences des donn&eacute;es cat&eacute;goriques &agrave; l’int&eacute;rieur du segment, ce qui devient la structure
comportementale d’un segment C*.
Tel que pr&eacute;sent&eacute; dans la Figure 3.1, o&ugrave; chaque lettre repr&eacute;sente un utilisateur et chaque
feuille repr&eacute;sente un segment, lorsque la segmentation est termin&eacute;e, il en r&eacute;sulte une struc&shy;
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ture d’arbre binaire o&ugrave; chacune des feuilles repr&eacute;sente un segment (dans le cas pr&eacute;sent, il
y a 5 segments). La raison principale pour laquelle nous nous int&eacute;ressons davantage aux
noeuds terminaux par rapport aux autres types de noeuds est qu’ils contiennent le plus
d’information m ettant en relief la diff&eacute;rence entre les groupes d ’utilisateurs (segments).
A,B
A,B
A.B.C.D
Z
G
E.F.G
H,l
H,l
P
Z
Q,R
Z
W.X.Y.Z
Figure 3.1 - R&eacute;sultat d’une segmentation par DHCC.
Dans la section suivante, nous d&eacute;finissons les symboles qui seront utilis&eacute;s pour le reste
de la m&eacute;thodologie (r&eacute;sum&eacute; dans le Tableau 3.2). Pc est la liste des produits populaires
construite &agrave; partir des achats des utilisateurs au sein du segment c, Pc&gt;n est la liste des
produits populaires, mais contient seulement les n premiers &eacute;l&eacute;ments et Uc est l’ensemble
des utilisateurs pour le segment c.
3.2
Recom m endations
Afin de cr&eacute;er d’int&eacute;ressantes recommandations, nous avons d ’abord suppos&eacute; que plus
un produit est populaire, plus il a tendance &agrave; avoir une bonne cote. Nous basons cette
hypoth&egrave;se sur le fait que les produits populaires peuvent avoir &eacute;t&eacute; promus par des sources
externes comme des amis [25], la publicit&eacute;, etc. Bas&eacute;s sur cette hypoth&egrave;se, les produits
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Symbole
n
C
ck
Ck
Uc
Sk
Ru
Bu
Pc
PC,n
Tu,i
ru,i
$u,i
t
Gu,i,t
Nr
Description
Nombre d’&eacute;l&eacute;ment &agrave; garder parmi la
liste des produits populaires
Ensemble de segments
Segment sp&eacute;cifique k
Centre du segment Ck
Ensemble des utilisateurs dans le
segment c
Ensemble de k sous-partitions d ’uti&shy;
lisateur
Ensemble de recommandations pour
l’utilisateur u
Ensemble de produits achet&eacute;s par
l’utilisateur u
Liste de produits populaires pour le
segment c
Liste de n produits populaires pour
le segment c
Cote de l’utilisateur u pour le pro&shy;
duit i
Cote estim&eacute; de l’utilisateur u pour le
produit i
Vaut ru,i s’il existe, rQ sinon
Seuil afin qu’une recommendation
soit consid&eacute;r&eacute;e bonne
Vaut 1 si la recommandation i est
consid&eacute;r&eacute;e bonne pour l’utilisateur u
selon t, 0 sinon
Nombre de recommandations dont
la cote est &gt; &agrave; r
Tableau 3.2 - R&eacute;sum&eacute; des notations
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sont ordonn&eacute;s selon leur nombre d ’achats, en ordre d&eacute;croissant, pour chaque segment CkEnsuite, pour chacun des utilisateurs u € Uc, la liste de recommandations Ru est cr&eacute;&eacute;e.
Cette liste de recommandations est bas&eacute;e sur les produits les plus populaires Pc &agrave; partir du
segment assign&eacute; &agrave; l’utilisateur par DHCC. &Eacute;videmment, les produits recommand&eacute;s &agrave; un
utilisateur n ’ont pas &eacute;t&eacute; achet&eacute;s par celui-ci au pr&eacute;alable comme d&eacute;finis dans l’&Eacute;quation
3.2. Comme Pc est d&eacute;j&agrave; ordonn&eacute; en ordre d&eacute;croissant, c’est-&agrave;-dire que le produit le plus
populaire se retrouve en premier, il s’agit alors de prendre les n premiers &eacute;l&eacute;ments de Pc
qui ne sont pas dans Bu afin de cr&eacute;er la liste Top-N [46].
Ru = Pc —Bu
(3.2)
Parce que nous utilisons une technique hybride impliquant la liste Top-N et une technique
de voisinage, nous &eacute;liminons une partie du probl&egrave;me de coh&eacute;rence des donn&eacute;es d&eacute;crit
dans la probl&eacute;matique &agrave; la page 24. Ainsi, m&ecirc;me si un utilisateur effectue un achat pour
quelqu’un d ’autre, il va quand m&ecirc;me &ecirc;tre assign&eacute; &agrave; un voisinage avec des pr&eacute;f&eacute;rences
similaires et ainsi, obtenir des recommandations d ’un grand int&eacute;r&ecirc;t pour lui. &Eacute;videmment,
il est n&eacute;cessaire que la majorit&eacute; des achats effectu&eacute;s par l’utilisateur aient &eacute;t&eacute; faits selon
ses propres choix afin d’obtenir des recommandations justes selon ses pr&eacute;f&eacute;rences.
La structure comportementale de chacun des segments d&eacute;couverts joue un r&ocirc;le tr&egrave;s im&shy;
portant dans l’efficacit&eacute; du syst&egrave;me de recommandations. Des utilisateurs sont regroup&eacute;s
dans un segment significatif si leurs historiques d ’achat forment une structure comporte&shy;
mentale similaire, c.-&agrave;-d., les produits populaires pr&eacute;f&eacute;r&eacute;s par ce segment d ’utilisateurs ne
sont pas n&eacute;cessairement populaires pour tous les utilisateurs, mais seulement pour les uti&shy;
lisateurs de ce segment. Dans le m&ecirc;me ordre d’id&eacute;es, les produits qui sont populaires pour
l’ensemble des utilisateurs peuvent ne pas &ecirc;tre populaires pour quelques segments d’uti&shy;
lisateurs. Bien que l’historique d’achats pour chacun des utilisateurs ne couvre qu’une
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partie de la structure comportementale d&eacute;couverte, il est possible de faire des recom&shy;
mandations pour chacun des utilisateurs qui refl&egrave;tent, aux meilleurs des connaissances
du syst&egrave;me, les pr&eacute;f&eacute;rences du segment.
3.3
R &eacute;sultats Exp&eacute;rim entaux
Alors que la plupart des syst&egrave;mes de recommandations utilisent des informations expli&shy;
cites, nous avons obtenu de bons r&eacute;sultats, en nous basant sur notre hypoth&egrave;se, avec
seulement des informations implicites. Afin de tester notre hypoth&egrave;se ainsi que notre sys&shy;
t&egrave;me de recommandations, nous avons utilis&eacute; les donn&eacute;es de MovieLens qui proviennent
de GroupLens Research. Ces donn&eacute;es sont tr&egrave;s connues dans le domaine des syst&egrave;mes de
recommandations et sont souvent utilis&eacute;es pour faire des bancs d ’essai. Cet ensemble de
donn&eacute;es contient 100 000 cotes allant d ’un &agrave; cinq, cinq &eacute;tant la meilleure cote et un &eacute;tant
la moins bonne. Les donn&eacute;es contiennent 943 utilisateurs et les cotes sont appliqu&eacute;es &agrave;
1682 films, avec au moins 20 cotes par utilisateur. Il est &agrave; noter que les cotes ont &eacute;t&eacute;
utilis&eacute;es uniquement pour valider notre m&eacute;thode et non pour entrainer le syst&egrave;me de
recommandations. Afin de cr&eacute;er la matrice d’entr&eacute;e pour DHCC, chacune des cotes est
consid&eacute;r&eacute;e comme une transaction puis la valeur de sa caract&eacute;ristique (film) est fix&eacute;e &agrave; 1.
II en r&eacute;sulte une matrice indicatrice de 943 lignes par 3364 colonnes, o&ugrave; 3364 est obtenu
en d&eacute;doublant le nombre de films afin d’&ecirc;tre utilis&eacute; dans la matrice indicatrice.
3.3.1 Validation de l’Hypoth&egrave;se
Afin de valider notre hypoth&egrave;se qu’un produit populaire a tendance &agrave; &ecirc;tre un bon pro&shy;
duit, nous d&eacute;finissons et appliquons un crit&egrave;re d ’acceptation en utilisant les informations
fournies par les cotes. Ceci est &eacute;quivalent &agrave; comparer les r&eacute;sultats de notre syst&egrave;me de
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recommandations, qui n’utilise pas les cotes (information explicite), aux r&eacute;sultats d ’un
syst&egrave;me utilisant le filtrage collaboratif qui utilisent les cotes. Un r&eacute;sultat convaincant
serait qu’un pourcentage &eacute;lev&eacute; de nos recommandations co&iuml;ncide avec les recommanda&shy;
tions effectu&eacute;es par le syst&egrave;me de filtrage collaboratif avec des cotes &eacute;lev&eacute;es (par exemple
4 ou 5).
En prenant les n produits les plus populaires provenant de Pc, nous examinons leurs
cotes associ&eacute;es. Pr&eacute;cis&eacute;ment, lorsqu’un utilisateur a donn&eacute; une cote pour le produit, nous
utilisons simplement cette cote. Toutefois, si l’utilisateur n ’a pas donn&eacute; de cote pour le
produit, nous utilisons une cote estim&eacute;e par la combinaison des cotes de son segment
pour ce produit. Alors pour chacun des produits, la moyenne des cotes fournies par les
utilisateurs d’un segment est calcul&eacute;e, comme nous pouvons le voir dans l’&Eacute;quation 3.3
o&ugrave; u' a d&eacute;j&agrave; &eacute;mit une cote pour i, et ensuite ce processus est r&eacute;p&eacute;t&eacute; pour chacun des
couples (u , i) pour lesquels nous n’avons pas de cote, et ce, pour tous les segments. Sous
l’hypoth&egrave;se o&ugrave; u appartient au segment c, la valeur de la recommandation pour u de
l’item i est la moyenne des cotes donn&eacute; par les utilisateurs &agrave; l’item i (eq. 3.3). Nous
avons d&eacute;cid&eacute; d’associer la cote moyenne &agrave; un produit qui n’a pas &eacute;t&eacute; achet&eacute;, car suite &agrave; la
segmentation, il arrive que certains segments contiennent un petit nombre d’utilisateurs
et que le nombre de produits en commun &agrave; l’int&eacute;rieur du segment soit par cons&eacute;quent
petit. Or, nous prenons la moyenne des cotes des utilisateurs qui contribuent au plus
&agrave; la structure comportementale du segment pour d&eacute;finir l’appr&eacute;ciation collaborative du
produit.
u'eui
Cl
&lt;3-3&gt;
Ces cotes, initialement disponible ou estim&eacute;e, nous permettent de d&eacute;finir le crit&egrave;re d ’ac&shy;
ceptation en se basant sur les recommandations qu’un syst&egrave;me avec le filtrage collaboratif
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aurait fait en fonction d’un certain seuil t. L’&Eacute;quation 3.5 ci-dessous d&eacute;crit si un produit
i serait recommand&eacute; &agrave; l’utilisateur u, conform&eacute;ment au seuil pour les cotes t.
j r Ui
Si existe,
,
S- ‘ = &lt; ' U,t Sinon.
P '4)
C „ ,, = P
^0
(3.5)
Si su&gt;i &lt; t.
Afin de comparer les recommandations populaires produites par les deux syst&egrave;mes, nous
utilisons les r&eacute;sultats de l’&Eacute;quation 3.5 pour d&eacute;finir un score pour les recommandations
produites par notre syst&egrave;me. &Agrave; partir de l’&Eacute;quation 3.6 ci-dessous, nous obtenons le score
de Pcn en prenant le rapport de la somme de Gu&lt;i&lt;t sur n et \UC\. Comme l’&Eacute;quation 3.6
est la moyenne des recommandations qu’un syst&egrave;me avec un filtrage collaboratif ferait &agrave;
chacun des utilisateurs de Uc &agrave; partir des produits PCiJl, elle fournit un niveau de confiance
associ&eacute; &agrave; la qualit&eacute; de Pc&gt;n.
_
■
t t
(
n
c,n
t \
ratioH(PCtnit) —
.
,
Tl * | Uc\
v^*&reg;)
Maintenant, nous pouvons d&eacute;finir un score global pour valider notre hypoth&egrave;se. Pour ce
faire, nous proc&eacute;dons &agrave; une moyenne pond&eacute;r&eacute;e sur le rapport pour chacun des segments
bas&eacute;s sur le nombre de ses membres, afin d’obtenir le taux global de notre m&eacute;thode, tel
qu’indiqu&eacute; dans l’&Eacute;quation 3.7.
G lobalR atioH
=
*
1^1
(3 ? )
l^ c e c Wc\
Le tableau 3.3 pr&eacute;sente nos r&eacute;sultats en utilisant l’ensemble de donn&eacute;es de MovieLens,
obtenu en sp&eacute;cifiant le seuil des cotes t aux diff&eacute;rentes valeurs possibles des cotes et en
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variant n. D’apr&egrave;s ces r&eacute;sultats, nous pouvons observer qu’il y a un grand pourcentage
des n produits de la liste des produits populaires qui sont consid&eacute;r&eacute;s comme &eacute;tant de
bons produits lorsque t = 3, pour la majorit&eacute; des utilisateurs. De plus, il est important
de constater que les r&eacute;sultats lorsque t = 4 sont encore tr&egrave;s bons. Comme nous utilisons
l’ensemble de donn&eacute;es de MovieLens et que les cotes varient entre un et cinq, nous
consid&eacute;rons la cote centrale (une cote de 3 pour cet ensemble de donn&eacute;es) comme &eacute;tant
moyenne, alors qu’une cote sup&eacute;rieure au centre (une cote de quatre ou cinq) comme &eacute;tant
tr&egrave;s bonne. Ainsi, les r&eacute;sultats dans le tableau 3.3 d&eacute;montrent qu’en utilisant seulement
des donn&eacute;es implicites, environs 75% de nos recommandations dans les top 10 ou 67%
de nos recommandations dans les top 50 corrobore avec les pr&eacute;f&eacute;rences des utilisateurs
obtenues par des informations explicites/filtrage collaboratif. De plus, lorsque le seuil
est sous la valeur centrale, seulement 6% des recommandations ne sont pas consid&eacute;r&eacute;es
comme &eacute;tant bonnes.
t=2
t=3
t —4
n = 10
98.1548%
93.9873%
74.9417%
n = 25
98.2821%
94.0318%
70.3033%
n = 50
98.4687%
94.6257%
66.7805%
Tableau 3.3 - Ratio global des utilisateurs ayant une cote d&eacute;finie par le seuil t
3.3.2
Validation des recommandations
Afin de rappeler comment les recommandations sont produites, nous commen&ccedil;ons par
cr&eacute;er une liste de produits populaires pour chacun des segments trouv&eacute;s et ensuite, le
syst&egrave;me recommande des produits qui sont les plus probables d’&ecirc;tre d ’un grand int&eacute;r&ecirc;t
pour les utilisateurs. Il est important de se rappeler que les segments sont les noeuds
feuilles de l’arbre binaire produit par DHCC. Afin de valider le syst&egrave;me de recomman&shy;
dations, nous utilisons k-fold cross-validation [26] bas&eacute;e sur les utilisateurs afin de cr&eacute;er
53
k syst&egrave;mes de recommandations. Ensuite, les diff&eacute;rents syst&egrave;mes sont confront&eacute;s &agrave; des
utilisateurs dont ils n’ont aucun historique d ’achat. Similaire &agrave; la m&eacute;thode utilis&eacute;e pour
valider notre hypoth&egrave;se, nous utilisons l’historique des cotes des utilisateurs comme banc
d ’essai. Nous comparons ensuite les recommandations du syst&egrave;me avec les produits pr&eacute;a&shy;
lablement achet&eacute;s par l’utilisateur et si une recommandation fait partie de son historique
d’achat, nous utilisons sa cote. Si le produit n’avait pas &eacute;t&eacute; achet&eacute; par l’utilisateur, nous
utilisons le filtrage collaboratif afin d ’obtenir la cote combin&eacute;e de son segment.
Tel que mentionn&eacute; dans le chapitre 1, nous ne pouvons pas utiliser les techniques exis&shy;
tantes de validation qui fonctionnent bien avec des donn&eacute;es dont l’information est expli&shy;
cite. Avec l’information explicite, nous aurions employ&eacute; un cas sp&eacute;cial de cross-validation,
la technique leave-one-out [9]. Ainsi, pour chacun des utilisateurs, nous n ’aurions qu’&agrave;
enlever la cote attribu&eacute;e pour un certain produit et ensuite, il aurait suffi de comparer
la cote g&eacute;n&eacute;r&eacute;e par le syst&egrave;me de recommandations avec la cote attribu&eacute;e par l’utili&shy;
sateur. Toutefois, ce type de validation ne peut &ecirc;tre utilis&eacute; avec des recommandations
bas&eacute;es sur la popularit&eacute;. Lorsque les produits recommand&eacute;s se retrouvent &agrave; l’int&eacute;rieur
d ’un segment, les recommandations sont effectu&eacute;es en tenant compte de l’historique des
transactions globales de ce segment. Ceci &eacute;tant dit, nous ne voulons pas p&eacute;naliser un
produit populaire m&ecirc;me s’il ne se retrouve pas dans l’historique d’achat d ’un utilisateur
sp&eacute;cifique. De plus, ce n’est pas parce qu’une recommandation ne se retrouve pas dans
l’historique d’achat de l’utilisateur que celle-ci n ’est pas bonne.
Comme m&eacute;thode d ’&eacute;valuation pour les recommandations, nous avons d&eacute;cid&eacute; d ’utiliser
la pr&eacute;cision [20]. La pr&eacute;cision Nri/N ari se d&eacute;finit comme &eacute;tant le nombre d ’informations
pertinentes (N ri) qui se retrouvent parmi toutes les informations recueillies {Nari). Dans
le domaine des syst&egrave;mes de recommandations, la pr&eacute;cision se traduit comme &eacute;tant le
nombre de bonnes recommandations par rapport au nombre total de recommandations.
Le nombre de bonnes recommandations est obtenu en utilisant
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Afin d ’obtenir une
pr&eacute;cision globale, tous les ratios sont ensuite moyennes pour obtenir la pr&eacute;cision des
recommandations.
Pr&eacute;cision =
n * \UC\
(3.8)
Le rappel Nip/N ipt se d&eacute;finit comme &eacute;tant le nombre d ’informations pertinentes recueillies
N ip par rapport au nombre total d ’informations pertinentes N ipt. Dans le domaine des
syst&egrave;mes de recommandations, le rappel se traduit comme &eacute;tant le nombre de bonnes
recommandations faites par le syst&egrave;me de recommandations implicite par rapport au
nombre total de bonnes recommandations qu’il aurait &eacute;t&eacute; possible de faire en utilisant
les cotes Nt . Malheureusement, il n’est pas possible d ’utiliser le rappel pour valider notre
approche, car nous limitons le nombre de recommandations &agrave; N . Il aurait &eacute;t&eacute; possible de
l’utiliser si nous avions eu un ordre &agrave; l’int&eacute;rieur des produits. Comme nous consid&eacute;rons
le m&ecirc;me score pour les produits qui ont la m&ecirc;me cot&eacute;, il n’est pas possible d’ordonner les
meilleurs produits, car ils ont tous une cote de 5.
Du m&ecirc;me coup, nous ne pouvons pas utiliser la F-mesure, qui est une mesure populaire.
Ceci s’explique parce que la F-mesure est en fait une moyenne harmonique du rappel et
de la pr&eacute;cision afin de ne pas privil&eacute;gier davantage l’un par rapport &agrave; l’autre.
Afin de valider le syst&egrave;me de recommandations, nous avons d ’abord s&eacute;par&eacute; les utilisa&shy;
teurs en k sous-ensembles
et ensuite entra&icirc;n&eacute; les k syst&egrave;mes de recommandations en
utilisant k —1 sous-ensembles Sk-i des utilisateurs. L’ensemble restant St est utilis&eacute; afin
d ’&eacute;valuer les recommandations. &Eacute;videmment, chacun des syst&egrave;mes de recommandations
est entrain&eacute; et test&eacute; avec un ensemble diff&eacute;rent d ’utilisateurs. &Agrave; titre d ’exemple, si nous
choisissons k = 3, le premier syst&egrave;me de recommandations serait entrain&eacute; en utilisant
le premier et le deuxi&egrave;me ensemble alors que le troisi&egrave;me ensemble servirait &agrave; tester le
syst&egrave;me. De m&ecirc;me, le deuxi&egrave;me syst&egrave;me de recommandations serait entrain&eacute; en utilisant
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le deuxi&egrave;me et le troisi&egrave;me ensemble alors que le premier ensemble servirait &agrave; tester le
syst&egrave;me. Lorsque tous les k syst&egrave;mes de recommandations sont entrain&eacute;s, nous utilisons
leur ensemble d ’utilisateurs qui n ’a pas &eacute;t&eacute; utilis&eacute; lors de l’entrainement afin d’&eacute;valuer
les recommandations.
Pour chacun des utilisateurs dans St, le segment qui repr&eacute;sente au mieux les pr&eacute;f&eacute;rences de
l’utilisateur lui est assign&eacute;. Ensuite, pour chaque recommandation offerte &agrave; l’utilisateur,
nous regardons dans l’historique d’achat de celui-ci afin de voir si la recommandation
s’y retrouve. Si l’utilisateur a achet&eacute; pr&eacute;c&eacute;demment la recommandation, nous utilisons
sa cote directement. Sinon, nous utilisons la cote estim&eacute;e de son segment pour cette
recommandation obtenue par filtrage collaboratif. Finalement, nous calculons la pr&eacute;cision
afin d ’obtenir le ratio des recommandations pour lesquelles les utilisateurs portent un
grand int&eacute;r&ecirc;t.
On peut se demander s’il est n&eacute;cessaire de conserver les produits qui sont d&eacute;j&agrave; dans
l’historique d’achats des utilisateurs. Toutefois, il est important de se rappeler que ce n’est
pas parce qu’un produit est dans un historique d ’achats que c’est n&eacute;cessairement un bon
produit. De plus, il faut garder en t&ecirc;te que les segments cr&eacute;&eacute;s par DHCC ont &eacute;t&eacute; d&eacute;couvert
avant l’assignation des utilisateurs de St■Dans un m&ecirc;me ordre d’id&eacute;e, les Pc ne tiennent
pas compte des historiques d ’achats des utilisateurs de St. Le Tableau 3.4 repr&eacute;sente
la pr&eacute;cision des recommandations pour un diff&eacute;rent nombre de recommandations pour
diff&eacute;rentes valeurs de t.
t =2
t= 3
t =4
m =5
97.1064%
92.2766%
63.2553%
m = 10
97.766%
94.0532%
74.4255%
m = 20
97.8351%
94.1702%
69.75%
Tableau 3.4 - Pourcentage des utilisateurs dont les cotes pour les recommandations sont
d&eacute;finies par le seuil t
&Agrave; partir de ces r&eacute;sultats, nous pouvons voir que l’ensemble des recommandations four&shy;
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nies aux utilisateurs, qui n’&eacute;taient pas dans les ensembles d’entrainements, comprend un
nombre &eacute;lev&eacute; de recommandations avec de tr&egrave;s bonnes cotes. Lorsque le syst&egrave;me fait face
&agrave; de nouveaux utilisateurs, lorsque m, = 10, 74% des recommandations sont meilleures
que la cote centrale. La principale diff&eacute;rence entre le tableau 3.4 et le tableau 3.3, c’est
que dans le tableau 3.4, les utilisateurs provenant de l’ensemble de tests ne sont pas
inclus lors que la cr&eacute;ation de PCj„. Aussi, il est important de noter que le rendement
est comparable &agrave; celui o&ugrave; l’ensemble de donn&eacute;es en entier est utilis&eacute;. Par cons&eacute;quent, le
syst&egrave;me propose un grand pourcentage de recommandations avec des cotes &eacute;lev&eacute;es.
3.3.3
Comparaison entre divers syst&egrave;m es de recommandations
&Agrave; titre de comparaison avec les r&eacute;sultats de notre syst&egrave;me de recommandations, nous
avons utilis&eacute; la plateforme MyMediaLite [15]. MyMediaLite nous permet d’utiliser plu&shy;
sieurs syst&egrave;mes de recommandations qui ne n&eacute;cessitent pas d’informations explicites. Les
algorithmes utilis&eacute;s pour comparer nos r&eacute;sultats sont les suivants : Top-N Globale, kNN
pond&eacute;r&eacute; (sur une base utilisateur et sur une base de produits), WR-MF [23] et BPR-MF
[41].
La technique Top-N Globale est un syst&egrave;me qui recommande les N produits ayant les
plus hauts scores. Contrairement &agrave; la m&eacute;thode que nous proposons, l’utilisation de TopN Globale se fait sur l’ensemble des utilisateurs. Ainsi, cette technique n ’offre pas de
recommandations personnalis&eacute;es et recommande les m&ecirc;mes produits &agrave; l’ensemble des
utilisateurs.
En contre-partie, kNN est une technique de filtrage collaboratif qui vise &agrave; trouver les k
plus proches voisins (nearest neighbors) pour chacun des objets. Une fonction de simili&shy;
tude est n&eacute;cessaire afin de d&eacute;terminer la distance entre les &eacute;l&eacute;ments. Apr&egrave;s avoir trouv&eacute;
le voisinage le plus pr&egrave;s de l’objet, un vote majoritaire se fait pour effectuer les recom&shy;
57
mandations. kNN peut &ecirc;tre bas&eacute; autant sur les utilisateurs que les produits et utilise une
fonction de similitude selon le type choisi. La mesure de similitude utilis&eacute;e par [15] est la
mesure cosine.
Dans un autre ordre d ’id&eacute;e, WR-MF est une technique bas&eacute;e sur les mod&egrave;les &agrave; facteurs
latents en utilisant la factorisation de matrice. La principale id&eacute;e est d ’associer un niveau
de confiance pour les produits figurants dans l’historique d’achat des utilisateurs. Avec
ce niveau de confiance, ils cherchent les facteurs latents pour les utilisateurs et les pro&shy;
duits. Lorsqu’ils trouvent ces facteurs, ils utilisent une fonction de co&ucirc;t afin d’optimiser
la confiance reli&eacute;e &agrave; la recommandation d ’un produit &agrave; un utilisateur. Bien que cette
m&eacute;thode offre de bons r&eacute;sultats, elle est tr&egrave;s lourde en terme de calcul [23].
Pour ce qui est de BPR-MF, c’est une technique utilisant la factorisation de matrice avec
une analyse bay&eacute;sienne. Au lieu d ’utiliser seulement la corr&eacute;lation positive, ils utilisent
&eacute;galement la corr&eacute;lation n&eacute;gative en utilisant des triplets du type (usager, produit i,
produit j) o&ugrave; le produit i est pr&eacute;f&eacute;r&eacute; par rapport au produit j. Ainsi, il est possible
d ’&eacute;tablir des rangs entre les produits. Toutefois, l’hypoth&egrave;se sur laquelle ils se basent pour
affirmer leur corr&eacute;lation n&eacute;gative n’est pas convaincante. Selon eux, un produit qui n ’est
pas pr&eacute;sent dans l’historique d’achat repr&eacute;sente un produit qui a moins d ’int&eacute;r&ecirc;t qu’un
produit pr&eacute;sent. Toutefois, avec l’information implicite, nous n’avons aucune information
sur les motivations derri&egrave;re ces choix tel que discut&eacute; dans le chapitre 1.
Afin d’&eacute;valuer les recommandations, nous avons utilis&eacute; l’ensemble de donn&eacute;es MovieLens.
Au lieu de comparer les produits recommand&eacute;s directement entre eux, nous comparons
les cotes, existantes dans les donn&eacute;es initiales ou estim&eacute;es, qui sont associ&eacute;es aux recom&shy;
mandations. De cette fa&ccedil;on, si deux produits sont diff&eacute;rents, mais ont la m&ecirc;me cote, ils
ont tous deux la m&ecirc;me valeur de recommandations. Pour comparer efficacement la cote,
nous utilisons une technique similaire &agrave; celle utilis&eacute;e pour valider notre m&eacute;thode en 3.2.2.
En raison de certaines limitations de MyMediaLite, tous les mod&egrave;les ont &eacute;t&eacute; entrain&eacute;s
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Top-N
Global
t=2
t=3
t=4
97.9215%
93.4889%
66.8293%
kNN
pond&eacute;r&eacute;
utilisateur
97.9852%
93.0117%
74.2842%
kNN
pond&eacute;r&eacute;
produit
98.176%
93.9767%
72.7572%
WR-MF
BPR-MF
Notre
syst&egrave;me
98.2185%
93.3404%
73.5737%
98.1654%
93.5419%
72.6405%
98.1548%
94.0085%
74.7508%
Tableau 3.5 - Pr&eacute;cision des recommandations d&eacute;finies par le seuil t pour des syst&egrave;mes de
recommandations utilisant des informations implicites, avec m = 10.
avec l’ensemble de donn&eacute;es en entier. Cela veut dire que cette &eacute;tude comparative se limite
&agrave; l’efficacit&eacute; d ’apprentissage.
Pour calculer le score d’une recommandation de chacun des mod&egrave;les entrain&eacute;s, lorsque la
recommandation pour l’utilisateur est d&eacute;j&agrave; dans son historique d’achat, nous prenons sa
cote directement. Toutefois, lorsque la recommandation est pour un produit qui n’est pas
dans son historique d’achat, nous utilisons la cote moyenne de tous les utilisateurs qui ont
le produit dans leur historique d ’achat. On peut voir dans le Tableau 3.8 les scores des
diff&eacute;rents syst&egrave;mes de recommandations avec un nombre m de recommandations &eacute;tablie
&agrave; 10 pour diff&eacute;rentes valeurs possibles de t.
Comme nous pouvons le voir, notre m&eacute;thode est capable de recommander des produits
de qualit&eacute; sup&eacute;rieure par rapport &agrave; la m&eacute;thode na&iuml;ve Top-N globale. Bien que le r&eacute;sultat
de cette m&eacute;thode est comparable aux algorithmes qui offrent des recommandations per&shy;
sonnalis&eacute;es, on voit que lorsque le seuil est plus &eacute;lev&eacute;, la technique perd de son efficacit&eacute;.
C’est pourquoi la pluspart des syst&egrave;mes offrent des recommandations personnalis&eacute;es. De
plus, notre m&eacute;thode surpasse &eacute;galement les syst&egrave;mes de recommandations en comparai&shy;
son lorsque la valeur du seuil est &eacute;lev&eacute;e. En d’autres termes, les recommandations de notre
m&eacute;thode sont plus susceptibles de correspondre aux produits dont les cotes associ&eacute;es sont
de 4 ou 5. Alors que notre syst&egrave;me de recommandations ne demande aucun param&egrave;tre
additionnel, il est en mesure de se comparer avec des syst&egrave;mes plus complexes et qui
59
n&eacute;cessitent plusieurs param&egrave;tres (WR-MF, BPR-MF). Nous remarquons que l’approche
de kNN pond&eacute;r&eacute; avec les utilisateurs atteint &eacute;galement une performance similaire &agrave; la
n&ocirc;tre. Toutefois, il est important de noter que kNN exige que le nombre de voisins soit
pr&eacute;d&eacute;termin&eacute;.
Finalement, il faut &ecirc;tre conscient de la limite de la m&eacute;thode de comparaison utilis&eacute;e ici.
En absence de r&eacute;troaction de la part de l’utilisateur, nous avons utilis&eacute; les cotes existantes
ou estim&eacute;es. &Eacute;videmment, cette m&eacute;thode de comparaison ne peut &ecirc;tre utilis&eacute;e que sur des
donn&eacute;es avec informations explicites. La validation des m&eacute;thodes de recommandations
bas&eacute;es sur des informations implicites est encore une question ouverte.
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CONCLUSION ET PERSPECTIVES
Conclusion
Le domaine des syst&egrave;mes de recommandations, qui utilisent seulement des informations
implicites, est encore tr&egrave;s r&eacute;cent et il n ’existe pas de mesure bien d&eacute;finie pour les &eacute;valuer.
L’importance des recommandations, toujours avec des informations implicites, s’&eacute;tend
aux recommandations utilisant des informations explicites, car selon [51], seulement une
tr&egrave;s faible proportion des produits sont habituellement &eacute;valu&eacute;s. Actuellement, les sys&shy;
t&egrave;mes de recommandations qui utilisent une combinaison d’informations explicites et
d ’informations implicites sont tr&egrave;s peu nombreux. Pour exploiter les informations impli&shy;
cites, il est n&eacute;cessaire de d&eacute;velopper des techniques efficaces pour d&eacute;couvrir des groupes
d’utilisateurs similaires et pour exploiter les similitudes entre ces utilisateurs afin d ’am&eacute;&shy;
liorer la qualit&eacute; des recommandations. D’autre part, nous devons faire face aux d&eacute;fis
relatifs &agrave; la validation de ce genre de syst&egrave;mes, car m&ecirc;me si nous pouvons &ecirc;tre confiants
des recommandations offertes &agrave; un utilisateur, il n ’y a aucune garantie en ce qui concerne
son appr&eacute;ciation.
Les travaux pr&eacute;sent&eacute;s dans ce m&eacute;moire offrent une technique qui permet d ’&eacute;mettre des re&shy;
commandations pour un ensemble d’utilisateurs en combinant des informations recueillies
par une segmentation hi&eacute;rarchique des utilisateurs et de leurs historiques d ’achats. Cette
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technique propose une nouvelle voie d ’exploration dans le domaine des syst&egrave;mes de re&shy;
commandations qui n ’utilisent pas d’informations explicites. Le mod&egrave;le obtenu suite &agrave;
l’ex&eacute;cution de l’algorithme regroupe des utilisateurs ayant un profil d’achat similaire
et fait l’&eacute;toffe des produits populaires &agrave; l’int&eacute;rieur d’un groupe afin d ’offrir des recom&shy;
mandations personnalis&eacute;es pour l’ensemble des utilisateurs. Les r&eacute;sultats exp&eacute;rimentaux
illustrent que notre m&eacute;thode permet de recommander des produits qui sont appr&eacute;ci&eacute;s
par les utilisateurs dans une proportion tr&egrave;s &eacute;lev&eacute;e. Cette proportion se compare avanta&shy;
geusement aux principales m&eacute;thodes existantes qui se basent sur l’information implicite.
Par rapport &agrave; ces m&eacute;thodes qui n&eacute;cessitent que les valeurs d ’un ou plusieurs param&egrave;tres
soient fournies ou optimis&eacute;es, notre m&eacute;thode ne demande pas de param&egrave;tre.
Perspectives
Maintenant que nous sommes en mesure de proposer des recommandations qui ont le
potentiel d’&ecirc;tre d ’un grand int&eacute;r&ecirc;t en utilisant uniquement des donn&eacute;es implicites, il y a
certains aspects de la m&eacute;thode actuelle qui pourraient &ecirc;tre r&eacute;vis&eacute;s dans le but d ’am&eacute;liorer
le travail pr&eacute;sent.
Suite &agrave; l’application de DHCC, la structure obtenue fournit beaucoup d’informations qui
n’est pas encore exploit&eacute;es dans notre m&eacute;thode. Comme DHCC utilise une repr&eacute;sentation
par arborescence binaire des donn&eacute;es, il est possible &eacute;tudier la d&eacute;pendance entre chaque
paire de noeuds menant &agrave; un segment. Une fois que les d&eacute;pendances entre les noeuds
seront comprises, nous pourrions fournir des recommandations fond&eacute;es sur les noeuds qui
sont similaires, mais pas identiques, aux pr&eacute;f&eacute;rences de l’utilisateur [37]. De cette fa&ccedil;on,
nous pourrions fournir un plus grand nombre de recommandations vari&eacute;es &agrave; l’utilisateur.
Aussi, avec l’&eacute;tat actuel de notre m&eacute;thode, les segments doivent &ecirc;tre reconstruits afin
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de d&eacute;couvrir des sous-structures qui auraient pu appara&icirc;tre par l’ajout de nouveaux
utilisateurs. Bien qu’il soit possible d ’ajouter un nouvel utilisateur au mod&egrave;le existant,
il se pourrait que l’ajout de plusieurs nouveaux utilisateurs forme une sp&eacute;cialisation &agrave;
l’int&eacute;rieur du segment qui pourrait ainsi &ecirc;tre s&eacute;par&eacute;e en deux segments dont l’homog&eacute;n&eacute;it&eacute;
serait plus forte. Dans une version future de cet algorithme, il faudrait avoir la capacit&eacute;
de mettre &agrave; jour la structure des segments sans avoir &agrave; tout reconstruire.
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